I. Wiadomości i pojęcia wstępne

I.1. Informacja i kodowanie


Informacja jest to „coś” co pozwala odróżniać obiekty lub cechy obiektów i jest przekazywalne innym osobom (obiektom).

Najprostszym rozróżnieniem (jednostką informacji) jest rozróżnienie między dwoma obiektami lub cechami. Taka informacja nosi nazwę bit informacji.


Do przekazywania informacji w formie zapisu potrzebne jest narzędzie – kod umożliwiający zapis za pomocą umownych symboli - znaków. Najprostszym kodem operującym tylko dwoma symbolami jest kod  binarny ( np. zerojedynkowy) w którym każdy znak niesie jeden bit informacji. Wszystkie bardziej skomplikowane kody można na niego przetłumaczyć. Zapis dokonywany jest zawsze na pewnym nośniku, którym może być  tradycyjny papier ale także światło, dźwięk, taśma magnetyczna lub inny obiekt materialny lub zjawisko fizyczne.

W zbiorze kodów istnieje szczególna klasa kodów, wymagających minimalnej liczby bitów do zapisania danej informacji. Na ogół informacja zakodowana jest większą niż ta niezbędna minimalna liczba bitów. Ta własność to redundancja zapisu. Spełnia ona ważną rolę w procesie przekazywania informacji, do czego wrócimy w dalszej części wykładu..

Przez dane rozumiemy tu wszelkie informacje zapisane w formie zakodowanej (binarnie, szesnastkowo, kreskowo, kolorystycznie etc.). Odróżniamy dane wyjściowe i dane przetworzone.

I.2. Procesy przetwarzania danych

Pojęcie przetwarzania danych obejmuje  różnorodne operacje na danych wyjściowych, których wspólną cechą jest to, że w ich toku   nie powstają nowe informacje, nie zawarte przynajmniej implicite w danych wyjściowych;  przeciwnie – informacje mogą  (choć nie zawsze muszą) być w nich  tracone; natomiast często zmienia się  forma ich zapisu. Do informacji może najwyżej dojść opis procedur stosowanych w procesie ich uzyskiwania i przetwarzania, tzw. metadane (ang. metadata) . Dane przetworzone często reprezentują explicite pewne informacje zawarte  implicite w danych wyjściowych. Różnych procedur przetwarzania danych jest bardzo wiele i ciągle pojawiają się nowe. Do typowych  zaliczyć można, selekcję (rezygnację z części danych wyjściowych), uogólnianie (tj. rezygnację z niepotrzebnych rozróżnień np. przez tworzenie hierarchii taksonomicznych, lub uśrednianie zbiorów danych liczbowych), zmianę kodu (np. przejście od ciągu cyfr do reprezentacji graficznej), zmianę nośnika, archiwizację (tworzenie bazy danych) itp. Przetwarzaniu danych często towarzyszy ich transmisja do innego urządzenia lub innego użytkownika. Wynikiem ciągu operacji tworzących proces przetwarzania jest zbiór danych końcowych, które trafiają do użytkownika celem bezpośredniego wykorzystania. Procedury wydobywania z wyjściowego zbioru danych istotnie potrzebnych z punktu widzenia prowadzonego procesu przetwarzania noszą ogólną nazwę filtracji.  Należy jednak pamiętać, że termin filtracja, (podobnie jak filtr), jest bardzo wieloznaczny i nawet w tym wykładzie spotkamy się z jeszcze innymi jego znaczeniami.

Archiwizowanie i  transmisja a także niektóre inne procedury  łączą się z kosztami rosnącymi wraz z rozmiarami zapisu. Dla ich zmniejszenia stosuje się rozmaite formy kompresji tj. zmianę kodu na mniej redundantny. Typowym przykładem kompresji jest zapisywanie tylko różnic pomiędzy kolejnymi wyrazami ciągów liczbowych, zamiast ich pełnych wartości (jeżeli różnice te są małe w porównaniu z samymi wyrazami).

I.3. Metody matematyczne w przetwarzaniu danych

Praktyczne metody przetwarzania danych są zawsze operacjami realizowanymi na skończonych zbiorach danych w skończonej liczbie dyskretnych kroków. W rozważaniach teoretycznych często  jest jednak  wygodniej operować aparatem pojęciowym analizy matematycznej, w której istotną rolę odgrywają działania nieskończone i pojęcie ciągłości i dopiero do tak wypracowanych koncepcji dobierać odpowiednie skończone, dyskretne aproksymacje numeryczne.

W dalszym ciągu tego wykładu często stosować będziemy w rozważaniach teoretycznych aparat analizy matematycznej (klasycznej i funkcjonalnej), zakładając, że wszystkie potrzebne operacje, takie jak różniczkowanie lub całkowanie (w szczególności wyznaczanie transformaty Fouriera i innych transformat całkowych), są wykonalne, w razie potrzeby odwołując się do teorii dystrybucji. Sprawą „przetłumaczenia” tak uzyskanych wyników na język skończonych operacji numerycznych zajmować się będziemy jedynie okazjonalnie.

I.4. Analiza


Potencjalnie często mamy do dyspozycji ogromne ilości danych, ilości którymi nie są w stanie operować posiadane przez nas komputery. W dodatku końcowym użytkownikiem danych jest z reguły człowiek, którego umysł nie jest w stanie operować  więcej niż kilkoma informacjami naraz. Jednym z głównych celów  przetwarzanie jest na ogół redukcja zbioru danych wyjściowych tak, by zbiór danych końcowych zawierał jedynie informacje rzeczywiście niezbędne dla użytkownika i w formie wygodnej dla ich wykorzystania. Twego rodzaju proces przetwarzania nazywamy analizą danych. W toku analizy dokonuje się zwykle różnego rodzaju selekcji i uogólnień  a także zmian kodu (formatu) zapisu na bardziej dogodny (np. zmiany zapisu cyfrowego na reprezentacje graficzną).


Dane wyjściowe mogą zawierać błędy, ponadto w toku przetwarzania dane mogą być gubione celowo lub niechcący (to ostatnie następuje zwłaszcza przy zmianie kodów i nośników, lub w  wyniku zakłóceń na liniach telekomunikacyjnych) a także zniekształcane. Elementem procesu analizy danych musi więc być detekcja błędów na poszczególnych etapach. Jeśli utracona lub zniekształcona informacja jest zapisana w kodzie redundantnym, to jest szansa, że ocalały fragment kodu zawiera jej powtórzenie lub ilość informacji wystarczającą do odtworzenia utraconych lub zniekształconych danych tzn. ich   korekcję.


Po przeprowadzeniu odpowiedniej filtracji stanowiącej rdzeń procesu analizy, winien się on zamykać syntezą zbioru danych końcowych, który następnie podlega edycji i wizualizacji celem przedstawienia ich w formie dogodnej dla użytkownika. Edycja polega na decydowaniu, w jakim kodzie i formacie dane końcowe zostają udostępnione użytkownikowi. Wizualizacja jest graficzną formą edycji (wykresem, histogramem, przekrojem, mapą, pseudo-trójwymiarowym obrazem etc.).

Edycja i wizualizacja powinny brać pod uwagę psychologię użytkownika (ważne zwłaszcza gdy użytkownik musi podstawie tych danych podejmować szybko subiektywne decyzje  – np. meteorolog lotniskowy). Nie ma niestety uniwersalnej recepty na to, jak te ostatnie etapy analizy powinny być przeprowadzone.

I.4. Dane meteorologiczne


Podstawowym źródłem wyjściowych danych meteorologicznych są obserwacje i pomiary parametrów fizycznych atmosfery i niemal z reguły dane te są zapisywane w postaci liczb.  

           Dane mogą mieć charakter:

   - ilościowy – są zwykle mierzone skalami ciągłymi i odnoszą się do ciągłych ( w teorii, gdyż w praktyce zawsze mamy do czynienia ze skończoną liczba dyskretnych wartości) przebiegów czasowych lub pól przestrzennych względnie czasoprzestrzennych (przebiegi lub pola temperatury, ciśnienia, prędkości wiatru etc.),

- jakościowy – są opisywane dyskretnie; np. liczbami naturalnymi, którym przypisano klasy zjawisk (np. mgła: jest – nie ma, deszcz: brak, słaby, umiarkowany, silny, etc.).

         Ciągłe pola lub przebiegi atmosferyczne mają z reguły charakter wieloskalowy tzn. są addytywnymi superpozycjami pól lub przebiegów o różnych skalach. Pojęcie skali, choć często używane i intuicyjnie dość jasne jest trudne do precyzyjnego zdefiniowania. Najczęściej występują trzy następujące koncepcje pojęcia skali pola lub przebiegu czasowego:

          1) skala jako zdolność rozdzielcza - najmniejsza odległość pomiędzy punktami przestrzennymi

        lub czasowymi, które uważamy za różne. Pochodne pola  f(x) aproksymowane różnicami

        skończonymi spełniają wówczas warunek:
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L – zdolność rozdzielcza,

f(x) – pole fizyczne,

Δf – amplituda zmienności pola na rozważanym obszarze („peak to peak”).

 Takie pojmowanie skali (nazywanej czasem skalą wewnętrzną) jest stosunkowo rzadko stosowane.

2) skala L jako rząd wielkości odległości (czasowej lub przestrzennej) pomiędzy sąsiednimi ekstremami (maksimum i minimum) odpowiedniej składowej pola. Pochodne tej składowej są więc rzędu o( Δf/L). Tak zdefiniowana skala nie ma więc ścisłej, jednoznacznej wartości liczbowej, lecz dzięki temu ma bardzo szeroki zakres stosowalności, ponieważ prawie zawsze łatwo ją określić lub oszacować.
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3) skala jako długość fali (lub okres w przypadku skali czasowej) fourierowskiej (sinusoidalnej) składowej pola. Zamiast klasycznego rozwinięcia  fourierowskiego na funkcje trygonometryczne można rozpatrywać rozwinięcia na funkcje innej bazy ortogonalnej ei(x). Wszystkie bazy ortogonalne mają bowiem charakter oscylacyjny o gęstości oscylacji rosnącej wraz z indeksem. Skala jest wtedy przypisana do indeksu funkcji wybranej bazy – zwykle tak, że im wyższy indeks tym mniejsza skala: 
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          W odróżnieniu od poprzedniej definicji, tak zdefiniowana skala może mieć ściśle określoną wartość liczbową, lecz w praktyce może być trudna do efektywnego wyznaczenia.

         Zbiór  wartości skal danego pola lub przebiegu nosi nazwę jego widma skal.

Pola czy przebiegi o dostatecznie dużej skali nie bywają obiektem obserwacji pojedynczego badacza (obserwacje radarowe i satelitarne są  tu wyjątkami). Badacz ma zwykle do dyspozycji jedynie mapę
 zjawiska powstającą  jako synteza obserwacji i pomiarów wykonanych przez różnych obserwatorów w różnych punktach przestrzeni i /lub różnych chwilach czasowych i bezpośrednio zajmuje się badaniem własności i ewolucji takich map. Na to by mapa była przydatna do badania realnych zjawisk, dane służące do jej utworzenia powinny  być porównywalne, tzn. takim samym danym powinny odpowiadać takie same zjawiska fizyczne niezależnie od miejsca i czasu wykonania pomiaru czy obserwacji (np. takim samym wskazaniom termometrów powinny odpowiadać takie same faktyczne wartości temperatury). O ciągach danych porównywalnych mówimy, że są to ciągi jednorodne. Brak jednorodności przestrzennej danych może być związany np. z różnicami w standardach służb meteorologicznych różnych krajów. Brak jednorodności czasowej wynikać może np. ze zmiany metod, przyrządów lub standardów pomiarowych.


Mapa  zależy nie tylko od badanego zjawiska atmosferycznego ale także od sposobu w jaki została utworzona. W szczególności, w przypadku pól wieloskalowych,  mapa może  być mapą składowej o określonej skali i do jej utworzenia trzeba użyć danych reprezentatywnych dla tej skali. W przypadku dużych skal przestrzennych nie jest to proste, ponieważ przyrządy pomiarowe z natury rzeczy mają rozmiary stosunkowo niewielkie. Np. dla  pola temperatury o skali synoptycznej (setki kilometrów) pomiar w pobliżu huty emitującej ogromne ilości ciepła reprezentatywny nie będzie. Może być  natomiast reprezentatywny dla składowej pola temperatury o skali rzędu dziesiątków lub nawet setek metrów. Jeżeli pomiary mają dobrze opisywać zjawiska w jakiejś skali, punkty i techniki pomiarowe muszą być tak dobrane, by zapewnić ich reprezentatywność (np. by na obserwowane wartości pól w tych miejscach decydującego wpływu nie miały zjawiska lokalne skali mniejszej niż badana). 


Dane meteorologiczne mogą więc być obciążone zarówno błędami instrumentalnymi i przekłamaniami w toku transmisji jak i błędami wynikającymi z nieporównywalności lub niereprezentatywności. Operując terminologią teorii łączności możemy pola utworzone z pomocą takich danych rozłożyć addytywnie na sygnał i szum. Szum obejmuje składowe niosące błędy. Rozkład ten może zależeć od skali w której dany proces chcemy analizować; w takim przypadku składowe o skali mniejszej od analizowanej tzw. składowe podskalowe zaliczamy do szumu. Eliminacja szumu jest jedną z typowych form filtracji.


W wielu typowych zastosowaniach, uzyskana w wyniku analizy mapa stanowi punkt wyjścia (warunki początkowe) dla pewnej procedury prognostycznej, w wyniku której uzyskuje się mapę prognostyczną, którą z kolei można porównać z odpowiednią obserwacją i w ten sposób ocenić jakość prognozy. Aby porównanie to miało sens, obserwacja ta powinna być przetworzona z pomocą takiej samej procedury analizy, jaka była użyta przy tworzeniu mapy wyjściowej. Tak więc zarówno w zakresie obserwacji jak i prognozy, śledzimy raczej ewolucję czasową nie samych zjawisk atmosferycznych lecz ich odpowiednich map. Wynika z tego, że tworząc procedury czy modele  prognostyczne trzeba uwzględniać nie tylko własności fizyczne badanych zjawisk, ale także własności map używanych do ich reprezentacji.

I.5. Pomiary i obserwacje meteorologiczne 

Pomiary i obserwacje meteorologiczne  można podzielić na:

1. Pomiary i obserwacje standardowe czyli

· - wykonywane regularnie, w standardowy, zatwierdzony przez WMO lub inną organizację sposób, zmierzający do zapewnienia maksymalnej porównywalności uzyskiwanych danych i ich reprezentatywności dla określonych skal lub klas zjawisk. 

2. Pomiary i obserwacje specjalne (niestandardowe) czyli

· - pomiary i obserwacje dokonywane w celu zbadanie konkretnego zjawiska lub po prostu planowane inaczej niż pomiary standardowe organizowane przez WMO czy inne duże organizacje. Niektóre obserwacje i pomiary niestandardowe mogą być z czasem standaryzowane, tzn. włączane do zbioru obserwacji i pomiarów standardowych.

Wśród obserwacji i pomiarów standardowych można wyróżnić:

a) synoptyczne,  wykonywane synchronicznie (o tych samych porach GMT w różnych miejscach), pozwalające na określenie stanu atmosfery w danej chwili. Stanowią one m. inn. punkt wyjścia dla prognoz pogody,

b) klimatologiczne, służące do określania klimatu tj. własności statystycznych stanów atmosfery  na przestrzeni dłuższych okresów czasu (zazwyczaj 30 lat) Wykonywane są asynchronicznie – o tych samych porach czasów lokalnych, o ile nie mają charakteru pomiarów ciągłych (z użyciem samopisów). 

Do celów synoptycznych wykorzystuje się także dane asynchroniczne np. pochodzące z satelitów orbitujących lub samolotów rejsowych. Sprowadza się je wówczas do standardowych terminów GMT specjalnymi procedurami asymilacyjnymi  do czego jeszcze powrócimy w dalszej części wykładu.

           Dane meteorologiczne udostępniane są użytkownikom w różnych formach. Ich zbiory często są uzupełniane przez metadane (ang. metadata) tzn. informacje opisowe dotyczące sposobu i okoliczności ich uzyskania i utworzenia, które mogą przydatne przy ich wykorzystaniu i/lub interpretacji, w szczególności przy detekcji i korekcji błędów.

II. Analiza danych meteorologicznych

II.1. Wykrywanie błędów


Jak zauważono uprzednio analizowane dane mogą być obciążone błędami różnego rodzaju. Jeżeli są one względnie nieduże, stwierdzenie ich istnienia i wielkości może być niemożliwe i trzeba je traktować jako nieusuwalną niepewność, możliwą do oszacowania co najwyżej w sensie statystycznym. Natomiast błędy większe dają się często wykryć i w pewnym stopniu skorygować.

Do wykrywania takich błędów wykorzystuje się redundancję w zapisie  danych lub redundancję zawartą we wcześniejszej  wiedzy na temat ich własności,  lub w metadanych. Redundancja w zapisie wprowadzana jest często celowo w postaci np. kilkukrotnego powtarzania informacji lub stosowania różnych liczb kontrolnych ( np. tzw. bit parzystości).  W szczególności wykrycie błędu umożliwiają  często:

1. znajomość zakresu zmienności parametru (wartość odbiegająca znacznie od oczekiwanej a zwłaszcza wykraczająca poza znany zakres zmienności może być błędna);

2. znajomość skali zmienności pola lub przebiegu czasowego pozwalająca na wykrycie błędów przez stwierdzenie nierealnych wartości pierwszych lub drugich pochodnych.; 

3. znajomość zależności pomiędzy różnymi wielkościami – można np. szukać rozbieżności pomiędzy zmierzonym polem ciśnienia i polem oczekiwanym na podstawie pomiarów temperatury itp. oraz równania hydrostatyki, która to rozbieżność świadczyć może o błędzie.

a więc pewna wiedza a priori o własnościach analizowanych pól.

W szczególności, jeśli przebieg czasowy pewnego parametru  w danym punkcie obserwacyjnym zaczyna zachowywać  się inaczej  niż w punktach sąsiednich, podczas gdy wcześniej wykazywał podobieństwo, może to wynikać z zerwania jednorodności danych, np. zmiany przyrządów lub zmiany warunków fizjograficznych w otoczeniu tego punktu.


Nietypowe zachowanie analizowanego pola lub przebiegu czasowego nie zawsze musi oznaczać błąd w danych (choć najczęściej oznacza). Może też być sygnałem wystąpienia jakiegoś nieznanego lub w danych okolicznościach nieoczekiwanego zjawiska. Dlatego automatyzacja korygowania takich błędów może być ryzykowna (vide historia  „dziury ozonowej”), choć często bywa konieczna ze względów operacyjnych.

II.2. Metody korekcji błędów

Najprostszą metodą korekcji jest odrzucenie danej uznanej za błędną. Może to jednak czasem spowodować odrzucenie informacji nietypowej ale prawdziwej. Ponadto w wielu przypadkach dane są używane w operacjach, które nie dopuszczają pustych pozycji (np. obliczenia na sieciach punktów  o regularnych odstępach pomiędzy węzłami). W takim przypadku błędną wartość należy zastąpić inną, policzoną na podstawie posiadanych danych redundantnych. Może to być:

· najbardziej prawdopodobna wartość klimatologiczna,

· wartość wyliczona na podstawie znanych relacji z innymi polami (np. geopotencjał wyliczony na podstawie rozkładu temperatury i wilgotności),

· wartość uzyskana w wyniku interpolacji na podstawie danych z innych punktów analizowanego pola lub przebiegu. W szczególności dane klimatyczne można poprawiać, wykorzystując dane archiwalne na temat korelacji tendencji zmian parametrów pomiędzy sąsiednimi stacjach.

Metodami interpolacji zajmiemy się w dalszych wykładach.
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II.3. Interpolacja – pojęcie i cele.

Dane, którymi dysponujemy, pochodzą na ogół z dyskretnych punktów, często rozmieszczonych nieregularnie (jak stacje meteorologiczne). Tymczasem wielkości, które nas interesują, reprezentujemy  często jako pola lub przebiegi w zasadzie ciągłe. Potrzebujemy więc możliwości określenia wartości pól poza punktami pomiarowymi, co dokonuje się drogą interpolacji.

Interpolację przeprowadza się najczęściej w celu:

· wizualizacji pola przestrzennego lub czasoprzestrzennego w postaci izolinii lub izopowierzchni,

· przeniesienia danych analizowanych z nieregularnej na regularną siatkę  punktów (taka postać ułatwia analizy numeryczne).

· wyznaczenia wartości analizowanego parametru w punkcie dla którego nie ma bezpośrednich danych (np. wyznaczenie wartości parametrów meteorologicznych dla miejscowości, w której nie ma stacji meteorologicznej).

     Sposoby interpolacji używane w analizie meteorologicznej są  różne.Tak więc tradycyjna interpolacja stosowana np. przy ręcznym kreśleniu i analizowaniu map synoptycznych polega na kreśleniu „na oko” izolinii pomiędzy punktami pomiarowymi starając się utrzymać liniową zależność pomiędzy zmianami parametru a odległością od punktów pomiarowych. Postępowanie takie jest elementem analizy subiektywnej i często skrótowo nazywa się je właśnie analizą subiektywną. Jest ona wciąż używana, choć obecnie stosuje się raczej metody analizy obiektywnej, czyli zalgorytmizowanej, wykonywanej automatycznie przez komputer, niezależnej od człowieka. Metody interpolacji stosowane w analizie obiektywnej zostaną omówione w następnych rozdziałach. [W literaturze anglosaskiej analizą obiektywną nazywa się już tylko analizę opartą na metodach statystycznych.] 


 W wyniku interpolacji uzyskujemy coś, co niekoniecznie jest zgodne z  tak lub inaczej rozumianą rzeczywistością, lecz stanowi  pewną umowną reprezentację pola lub przebiegu danego parametru i z pewną ograniczoną dokładnością  aproksymuje w różnych punktach te jego wartości, które zaobserwowalibyśmy, wykonując jego reprezentatywne pomiary w ten sam sposób jak w rzeczywistych punktach pomiarowych.

II.4. Ogólny schemat procedur interpolacji

Najczęściej stosowane procedury interpolacyjne realizowane są według następującego schematu:

1. Mamy N punktów pomiarowych xk i wartości obserwowanych 
[image: image5.wmf](

)

k

O

x

f

;

2. Wybieramy rodzinę funkcji zależnych od M parametrów: 
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3. Konkretne wartości parametrów dla danego przypadku pola lub przebiegu:

wybieramy na podstawie wartości obserwowanych, w oparciu o pewne przyjęte kryteria dobroci interpolacji.[image: image308.wmf](
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4. Otrzymujemy funkcję interpolującą: 
[image: image7.wmf](
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Rodziny funkcji u wybierać można w różny sposób. Najczęściej stosuje się tzw. rozwinięcia spektralne, tzn. wybiera się pewną bazę funkcyjną  ei(x) i funkcję interpolującą zapisuje w formie kombinacji liniowej funkcji bazowych:
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Funkcje bazowe mogą być na przykład  funkcjami liniowymi, wielomianowymi, trygonometrycznymi, etc. Szczególnie dogodne bywają bazy ortogonalne na obszarze, na którym stosuje się interpolacje. Często stosuje się funkcje różne od zera jedynie na pojedynczych podobszarach, na które podzielony został obszar poddawany analizie (tzw. elementy skończone).

Szczególną postacią  rozwinięcia na funkcje bazowe jest przedstawienie funkcji interpolującej jako kombinacji liniowej wartości obserwowanych: 
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(*)

Tworzące w tym przypadku bazę funkcje 
[image: image10.wmf](
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  nazywane  funkcjami wagowymi lub po prostu wagami (lub wagami a posteriori) mogą być wybierane lub konstruowane w oparciu o różne kryteria, najczęściej wynikające ze znajomości statystycznych (klimatologicznych) własności analizowanych pól. Zazwyczaj stosuje się funkcje wagowe dążące do zera w miarę oddalania się x od xk. Niekiedy zakłada się , 
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 (kolokacja). Teoretycznie można by również próbować uzależniać funkcje wagowe od wartości obserwowanych (mielibyśmy wtedy reprezentację nieliniową) lecz takie podejście nie znajduje dotąd szerszego zastosowania w praktyce. 


Pewnym uogólnieniem powyżej omówionych metod są metody kolejnych przybliżeń, polegające na tym, że ostatecznie przyjmowana funkcja interpolująca jest (teoretycznie) granicą ciągu funkcji interpolujących tworzonych według pewnych określonych procedur. Oczywiście w praktyce jako tę granicę przyjmuje się  ostatni z kilku pierwszych wyrazów tego ciągu.

Interpolacje można podzielić na:

a) lokalne – wartość funkcji interpolującej w punkcie x zależy od wartości zmierzonych w pewnym bliskim otoczeniu x; W przypadku stosowania przedstawienia w postaci (*) oznacza to:
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b) globalne – wartość funkcji interpolującej w dowolnym punkcie x zależy się od danych we wszystkich punktach obserwacyjnych.

Funkcja interpolująca nie musi w punktach obserwacyjnych być równa wartości tam obserwowanej (choć, jak zobaczymy dalej, w pewnych procedurach interpolacyjnych taki warunek się stawia). Odzwierciedla to w pewnym sensie fakt obciążenia danych obserwacyjnych błędami pomiarowymi i niereprezentatywności.

II.5. Określoność zagadnienia interpolacji


       Określoność zagadnienia interpolacji zależy od stosunku liczby parametrów wyznaczanych do liczby danych pochodzących z obserwacji: 

· parametrów mniej niż danych – nadokreśloność,

· parametrów tyle samo co danych – określoność,

· parametrów więcej niż danych – niedookreśloność.


Sytuacja niedookreśloności nie pozwala w zasadzie na jednoznaczne wyznaczenie parametrów szukanej funkcji interpolacyjnej, chyba że zostaną dodane dodatkowe warunki nakładane na parametry, redukujące liczbę niezależnych parametrów do nie większej niż liczba danych. Z taką sytuacją spotykamy się np. przy interpolacji omawianymi niżej funkcjami  sklejanymi (splajnami), gdzie takimi warunkami są żądania ciągłości na granicach sympleksów dzielących analizowany obszar lub przedział. Pozornie sytuacja określoności wydaje się najbardziej pożądaną, gdyż pozwala na pełne wykorzystanie informacji dostarczanej przez obserwacje. Przy nieodpowiednim wyborze rodziny funkcji użytej do interpolacji może się jednak okazać, że np. funkcja idealnie zgodna z obserwacją w punktach obserwacyjnych, będzie pomiędzy punktami obserwacyjnymi wykazywała zachowania bardzo nierealistyczne, niezgodne ze znanymi właściwościami analizowanego pola. Przykład takiego zachowania łatwo skonstruować np. w przypadku użycia w charakterze takiej rodziny wielomianów dostatecznie wysokiego rzędu.

Przykład: 

Wielomian piątego rzędu przechodzący  przez  pięć punktów pomiarowych, wykazujący pomiędzy  nimi  znacznie większy zakres zmienności niż  można by oczekiwać na podstawie znajomości  fizyki zjawiska.


[image: image14.wmf]


Przy przedstawieniu spektralnym,  o skali funkcji interpolującej decydują skale użytych funkcji bazowych, dlatego przy wyborze ich liczby należy zachować ostrożność. Np. oscylacje szybkozmiennych funkcji fourierowskich o okresie (lub długości fali w przypadku przestrzennym) krótszym niż odległość pomiędzy punktami pomiarowymi mogą dać nierealistyczny obraz przebiegu funkcji między tymi punktami. Dlatego ogranicza się zwykle liczbę wyrazów rozwinięcia np. w oparciu o tzw. kryterium Nyquista (co najmniej dwa punkty pomiarowe na najkrótszy okres).

II.6. Kryteria dobroci interpolacji

Kryteria dobroci interpolacji dostarczają reguł pozwalających wybrać konkretną funkcję interpolującą z rodziny funkcji użytej do interpolacji. Najczęściej stosowane kryteria możemy podzielić na kolokacyjne, wariacyjne i statystyczne.

Kryteria kolokacyjne

Kryteria kolokacyjne wymagają by w punktach pomiarowych funkcja interpolacyjna przyjmowała wartości równe obserwowanym. Przy ścisłym rozumieniu terminu „interpolacja”, kryterium to powinno być zawsze spełnione. My jednak będziemy ten termin rozumieć szerzej, stosując go również do przypadków, w których to nie zachodzi.

Przykładem zgodności kolokacyjnej jest interpolacja funkcjami przedziałami liniowymi.
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Kryteria wariacyjne


Kryteria wariacyjne mają zazwyczaj charakter globalny i żądają, by funkcja interpolująca minimalizowała (lub maksymalizowała) pewien funkcjonał zależny od wartości obserwowanych (tzw. funkcja kosztu, ang. cost function) ewentualnie z dodatkowymi warunkami. Dodatkowym żądaniem może być np. ograniczenie całki z sumy kwadratów pochodnych funkcji interpolującej, co prowadzi do ograniczenia z dołu skali funkcji interpolującej.

Typowym przykładem kryterium wariacyjnego, któremu w dalszym ciągu poświęcimy więcej uwagi, może być kryterium minimalizacji tzw. błędu kwadratowego (suma kwadratów odchyleń funkcji interpolującej od wartości obserwowanych w punktach obserwacji, winna być minimalna).

Kryteria statystyczne


    Kryteria statystyczne są odmianą kryteriów wariacyjnych, w których minimalizowany funkcjonał zależy nie od pojedynczego, aktualnie analizowanego zbioru  obserwacji, a od całej rodziny takich zbiorów obserwacji wykonanych w tych samych (niekiedy także w innych) punktach, stanowiącej pewną  populację w sensie statystycznym. Zwykle chodzi o to, by minimalizować odpowiednio zdefiniowany, przeciętny błąd interpolacji w sensie klimatologicznym. 

Uzgadnianie pól


W meteorologii często analizuje się  kilka pól  parametrów fizycznych takich jak temperatura, ciśnienie, wilgotność etc., które są niecałkiem od siebie niezależne, celem użycia ich jako warunków początkowych w numerycznych modelach prognostycznych czyli tzw.  inicjalizacji modelu. Może się zdarzyć, że po osobnej analizie pola interpolujące nie będą spełniały  relacji zależności obecnych pomiędzy ich rzeczywistymi odpowiednikami, co może spowodować np. pojawienie się niestabilności rozwiązań. Dlatego konieczne bywa tzw. uzgodnienie pól (ang. adjustment), zapobiegające takim niepożądanym efektom.


Uzgodnienia dokonuje się różnymi metodami, których tu obszerniej omawiać nie będziemy, ograniczając się do krótkiej wzmianki.  Np. jedna z pierwszych prób uzgadniania pól ciśnienia i wiatru polegała na nałożeniu na  rozwiązanie odpowiedniego problemu wariacyjnego warunku geostroficzności, co miało eliminować z rozwiązań prognostycznych tak inicjowanych niestabilne fale grawitacyjne. Metoda ta okazała się jednak nie w pełni skuteczna i obecnie stosuje się techniki bardziej skomplikowane, np. kilkakrotne całkowanie równań prognostycznych “ w przód i w tył” (ze zmianą kierunku czasu), co w niektórych modelach prowadzi do stopniowej wzajemnej adaptacji początkowo nie uzgodnionych pól. 

II.7. Przykłady szczególnych technik interpolacji

II.7.1. Metody interpolacji oparte na kryterium kolokacyjnym

Najczęściej stosowane metody oparte na kryterium kolokacyjnym należą do rodziny metod interpolacji tzw. funkcjami sklejanymi lub z angielskiego “splajnami” (ang. spline). Polega ona na tym, że punkty pomiarowe traktujemy jako wierzchołki sympleksów (odcinków, trójkątów, czworościanów – w zależności od wymiaru przestrzeni, w której pracujemy) na które dzielimy naszą przestrzeń i wewnątrz każdego sympleksu definiujemy funkcje interpolującą tak, by w wierzchołkach spełniała kryterium kolokacyjne.


[image: image16.wmf]
 Funkcje z sąsiadujących z sobą sympleksów “sklejamy” tak, by na ścianach dzielących sąsiednie sympleksy zachodziła ciągłość funkcji wraz z pochodnymi do założonego rzędu. Na funkcje aproksymujące najczęściej wybiera się wielomiany o liczbie zmiennych zależnej od wymiaru przestrzeni,  rzędu o jeden większego niż rząd pochodnych, których ciągłość ma być zachowana. Łatwo zauważyć, że warunki kolokacji + warunki ciągłości pozwalają jednoznacznie określić współczynniki wielomianu dla każdego sympleksu. Przy rzędzie “zerowym”, który gwarantuje jedynie ciągłość samej funkcji mamy do czynienia z popularną interpolacją przedziałami liniową. W praktyce meteorologicznej rzadko stosuje się wielomiany rzędu wyższego niż trzeci, ponieważ w równaniach fizyki atmosfery rzadko występują pochodne rzędu wyższego niż drugi.

Można zauważyć, że interpolacje splajnami można uważać za szczególne przypadki rozkładu spektralnego, w którym funkcje bazowe są różne od zera tylko w obszarze przypisanego im sympleksu.

II.7.2. Metoda najmniejszych kwadratów

Metoda najmniejszych kwadratów jest typowym przykładem metody globalnej z zastosowaniem kryterium wariacyjnego. Minimalizowanym funkcjonałem jest suma kwadratów różnic wartości funkcji interpolacyjnej  i wartości obserwowanych w punktach pomiarowych. Najczęściej stosuje się ją do funkcji interpolacyjnych w postaci rozwinięć spektralnych. W takim przypadku, jeżeli:
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to minimalizujemy:
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gdzie ωk jest dodawaną czasem tzw. wagą a posteriori, stanowiącą miarę istotności danego punktu obserwacyjnego. Zazwyczaj ustala się ją na podstawie statystycznych rozważań o strukturze błędów  występujących w poszczególnych punktach pomiarowych, przypisując mniejszą wagę punktom znanym z gorszej jakości pomiarów.

Mamy więc:
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Różniczkując funkcjonał J kolejno po wszystkich parametrach cj i przyrównując otrzymane wyrażenia do 0 (warunek konieczny dla minimum J):
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 otrzymuje się układ algebraicznych równań liniowych ze względu na ci. Jego rozwiązanie wymaga  odwrócenia tzw. macierzy Grama, czyli macierzy postaci:
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W pewnych przypadkach na funkcję interpolującą nakłada się dodatkowe żądania i w tym celu odpowiednio modyfikuje się funkcjonał J. Np. żądając by funkcja ta była dostatecznie  dużej skali, tzn. by jej pochodne były odpowiednio ograniczone, można J zastąpić funkcjonałem J':
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gdzie symbol:

oznacza normę gradientu funkcji fA w sensie przestrzeni L2 (tzn.  sumę kwadratów współrzędnych gradientu scałkowaną po całym analizowanym obszarze) a γ jest pewną, odpowiednio dobraną, stałą.[image: image309.wmf])
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II.7.3. Interpolacje funkcji wektorowych

Czasami trzeba interpolować funkcje odpowiadające

- fizycznym, dwu- lub trójwymiarowym wektorom (np. prędkości wiatru),

- zespołom parametrów opisywanych łącznie jako wektor wielowymiarowy (np. wiatr, ciśnienie, temperatura).

Wtedy może mieć sens łączne minimalizowanie funkcjonału dla wszystkich składowych pola oraz narzucenie dodatkowych warunków (ustalenie dodatkowego funkcjonału, określającego warunki zgodności pomiędzy parametrami).

II.7.4. Metody kolejnych przybliżeń (iteracyjne)


Przykładem metody kolejnych przybliżeń może być metoda iteracyjna – SCM (Subsequent Correction Method), a właściwie cała rodzina tych metod. Ogólna ich postać przedstawia się następująco:

Mamy dane wartości obserwowane 
[image: image24.wmf](
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1. Wybieramy zerową, początkową postać funkcji interpolacyjnej 
[image: image25.wmf](
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, wynikającą z naszej wiedzy o polu względnie przebiegu (np. wynik prognozy lub dane klimatyczne).

2. Wprowadzamy do tej postaci poprawki w sposób iteracyjny:
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gdzie funkcje wagowe ω charakteryzują względne znaczenie, jakie dla wartości funkcji interpolującej ma przybliżenie zerowe oraz wartości obserwowane w poszczególnych punktach pomiarowych. Zwykle zakłada się , że wpływ tych ostatnich maleje wraz z odległością od nich i odpowiadającym im funkcjom wagowym nadaje się często kształt  “gaussopodobny”, z maksimum w punkcie 
[image: image28.wmf]k

x

x

=

:


[image: image29.wmf](

)

(

)

i

k

L

x

x

k

k

i

e

x

x

2

,

-

-

µ

v


                3.Powyższą procedurę iteracyjną kończymy na pewnej wybranej wartości i'.

    Istnieje dość bogata literatura dotycząca teorii metod SMC, w szczególności warunków ich zbieżności (a zatem i wyboru wartości i'), której tu jednak omawiać nie będziemy.


Metody SMC pozwalają uwzględnić w procesie interpolacji nie tylko aktualnie analizowane dane ale także wiedzę o własnościach analizowanego pola lub przebiegu zawartą w wyborze przybliżenia zerowego. W szczególności zastosowanie w tym celu stanu prognostycznego jako wyjściowego, pozwala na uwzględnienie w analizie własności modelu prognostycznego, co ma szczególne znaczenie gdy procedura interpolacyjna jest elementem asymilacji przez model nowych danych obserwacyjnych napływających w toku procesu prognozowania. Modele numeryczne nie odzwierciedlają bowiem atmosfery ściśle, ale mają własną, wewnętrzną “fizykę”. Proste wstawienie danych pomiarowych w miejsce prognozowanych może doprowadzić do zakłócenia tej “fizyki” i wzbudzenia niestabilności, które pogarszają jakość prognozy na dalszych krokach zamiast ją poprawić. Z tego względu jest rzeczą sensowną, żeby nowe warunki początkowe uwzględniały nie tylko nowe obserwacje ale i  to, co model dotychczas  wyprodukował. 


Szczególnym przykładem metody SCM jest tzw. algorytm Barnesa zmniejszający skale funkcji wagowych Li z kroku na krok, co pozwala na wyodrębnianie w kolejnych krokach coraz drobniejszych struktur.

II.5. Filtracja

   W najogólniejszym znaczeniu, filtracja oznacza wydobywanie ze zbioru analizowanych danych   tych, które nas interesują (sygnału) a usuwanie nieinteresujących, w szczególności tych, które są błędne lub uważane za szum. Jednym z najczęściej spotykanych rodzajów filtracji jest wyodrębnianie składowych pól przestrzennych lub przebiegów czasowych o skalach z określonego przedziału (oczywiście większych niż zdolność rozdzielcza pomiaru) i tego rodzaju filtracją zajmiemy się obecnie.

   Procedury matematyczne lub urządzenia fizyczne za pomocą których dokonujemy filtracji noszą nazwę filtrów. W szczególności filtry, które eliminują składowe sygnału o skali mniejszej (większej) od pewnej wartości progowej noszą nazwę  dolnoprzepustowych (górnoprzepustowych). Ta pozorna sprzeczność w doborze nazw, bierze się z faktu, że zaczerpnięte zostały z radiotechniki, gdzie odnosiły się do częstości a nie do okresów drgań elektromagnetycznych.

   Większość filtrów stosowanych w praktyce nie obcina widma skal na wartości progowej w sposób skokowy ale tłumi ich amplitudę w sposób asymptotyczny w jednym lub drugim kierunku osi widmowej. W takim przypadku wartość progowa nie jest ściśle określona w sposób naturalny i przyjmuje się ją w sposób umowny. W przypadku skal rozumianych jako okresy (długości fal) klasycznych (sinusoidalnych) składowych fourierowskich, jest to zazwyczaj skala, której amplituda jest tłumiona o czynnik exp-1, exp-2 lub 0,1.

     II.6. Przykłady filtrów

II.5.1. Filtracja podczas pomiaru

Już sam pomiar –  sposób jego przeprowadzenia – stanowi pewien filtr, z reguły dolnoprzepustowy, czasem również górnoprzepustowy. Np. przyrządy o określonej bezwładności charakteryzowanej tzw. stałą czasową, mierzące w sposób ciągły pewne przebiegi czasowe, (np. termografy immersyjne o liniowej reakcji), działają jako filtry dolnoprzepustowe tłumiąc krótkookresowe  fluktuacje mierzonej wielkości. Jeśli natomiast urządzenie zbiera dane w sposób dyskretny, to obcina skale mniejsze niż odstęp czasowy pomiarów.

Przykład: Termometr jako filtr dolnoprzepustowy

Dla termometru immersyjnego, wymieniającego ciepło z otoczeniem drogą przewodnictwa, zmiany temperatury wskazywanej T( , po czasie t przy temperaturze zewnętrznej (mierzonej) To, dane są równaniem:
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τ - stała czasowa termometru.

Gdyby temperatura  zmieniała się sinusoidalnie: 
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, to amplituda temperatury wskazywanej At  byłaby: 
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z czego wynika, że skale duże w porównaniu ze stałą czasową przyrządu byłyby tłumione słabo, zaś skale małe  -  silnie.

Również w przypadku sygnałów przestrzennych w toku pomiaru zachodzi z reguły pewna  filtracja. Np. w przypadku pomiarów satelitarnych ograniczeniem skal  z dołu jest rozmiar piksela,  zaś dla klasycznych pomiarów synoptycznych nie da się wyodrębnić skali mniejszej niż odległość pomiędzy stacjami. 

Problem filtracji może sięgać dalej. Sygnał wstępnie przefiltrowany w toku pomiaru może wymagać dalszej filtracji. Może ona być czasem realizowana także przez analogowe urządzenie techniczne, ale często dokonuje ją na drodze obliczeniowej.  

II.5.2. Opis matematyczny procesu filtracji.

Weźmy sygnał  
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 o wartościach będących elementami (punktami) 

pewnej przestrzeni, zwykle liczbami rzeczywistymi lub zespolonymi, wektorami lub macierzami (np. pole przestrzenne lub przebieg czasowy).

     Operację filtracji (krótko: filtr) oznaczmy jako F: 
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)

(

)

(

)

t

x

f

F

t

x

f

,

,

=

.


Operacja F może być bardzo różnie definiowana,  lecz szczególne zastosowanie znajdują filtry liniowe, tzn. zachowujące kombinacje liniowe filtrowanych sygnałów. Oznacza to, że odfiltrowana kombinacja liniowa sygnałów jest kombinacją liniową odfiltrowanych składników z zachowaniem odpowiednich współczynników liczbowych (k:


[image: image35.wmf]å

å

=

k

k

k

k

k

k

t

x

f

t

x

f

)

,

(

)

,

(

l

l


W przypadku przebiegów lub pól wieloskalowych filtry liniowe filtrują każdą skalę oddzielnie, co pozwala na przejrzystą interpretację ich działania. 


 Operacje liniowe  mogą mieć różne własności. W przypadku filtracji stosowanych w analizach meteorologicznych pożądane jest aby:

1. 
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 - kolejne filtrowanie nie zmieniało przefiltrowanego sygnału.

2. 
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, - w przypadku iloczynu sygnału i drugiego sygnału po filtracji, kolejna  filtracja odpowiadała  iloczynowi sygnałów przefiltrowanych.

Żądanie to wynika stąd, że powyższe własności spełnia operacja uśredniania statystycznego a w licznych zastosowaniach operacje filtracji są substytutami takiego uśredniania. Niestety, w większości stosowanych w praktyce filtrów warunki te są spełnione najwyżej w przybliżeniu.

W dalszym ciągu zajmować się będziemy jedynie przebiegami czasowymi zależnymi od jednej zmiennej t. Ma to na celu uproszczenie rachunków. Uogólnienie przedstawianych wyników na pola czasoprzestrzenne jest na ogół oczywiste lub wymaga jedynie niewielkich komentarzy.

II.5.3. Ogólna postać operatora filtracji liniowej

Jak wiadomo, dla szerokiej klasy funkcji (ośrodkowa przestrzeń L2) każdą ciągłą operacje liniową można przedstawić za pomocą operatora całkowego. W szczególności liniową operację uśredniania 
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 można przedstawić jako:
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gdzie jądro K jest całkowalne z kwadratem na płaszczyźnie (t, τ). W praktyce przetwarzania danych będzie ono zawsze ograniczone i różne od zera tylko na skończonym obszarze(co gwarantuje całkowalność).


Powyższy zapis oznacza, że wartości sygnału w różnych punktach τ wchodzą do wyniku filtracji z różnymi wagami 
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Zauważmy, że
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Pamiętamy, że pochodna funkcji przefiltrowanej jest rzędu stosunku amplitudy zmienności funkcji Af do skali czasowej L: 
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Wynika stąd, że przyjmując normę L2 jako miarę amplitudy zmienności funkcji i biorąc pod uwagę, że:
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można przyjąć, że odwrotność normy pochodnej po t jądra operatora filtracji określa skalę odfiltrowanej funkcji.

W zależności od potrzeb stosujemy filtry o różnych jądrach. W szczególności często stosuje się jądra, które filtrują dane jedynie na podstawie informacji uzyskanej przed czasem t. Oznacza to, że dla t>τ, K(t,τ)=0. Inną ważna klasą jąder filtracyjnych, są jądra symetryczne ze względu na t i τ.
II.5.2. Filtr jednorodny 


Filtr jednorodny jest filtrem stosowanym najczęściej. Charakteryzuje się tym, że postać jądra jest niezmiennicza ze względu na przesunięcia na osi czasowej. Wynik filtracji za pomocą takiego jądra często nosi nazwę średniej biegnącej lub bieżącej:
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Na filtry tego rodzaju często nakłada się dodatkowe warunki, np. by jądro było wszędzie nie ujemne, symetryczne lub unormowane  w tym sensie, by filtr nie zmieniał wartości funkcji stałych. 

       Najprostszym operatorem tego typu jest „arytmetyczna średnia bieżąca”:
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[image: image47.wmf]

Przyjrzawszy się temu widzimy, że jest to po prostu obliczanie średniej na odcinku (z punktem odniesienia t na środku przedziału), a więc:
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Taka operacja ma oczywiści działanie wygładzające – tłumi amplitudy przebiegów szybkozmiennych (o okresach charakterystycznych – skalach czasowych - mniejszych niż T), pozostawiając mało zniekształcone przebiegi o skalach znacznie większych niż  T.
Jeśli musimy uśredniać na bieżąco, nie znając „przyszłości”, możemy „ustawić” t na końcu przedziału T, a nie po środku. Oczywiście wygładzanie takie to filtr dolnoprzepustowy. Operacją górnoprzepustową byłoby na przykład odjęcie od sygnału wyjściowego sygnału wygładzonego.

Niestety arytmetyczna średnia bieżąca w ogólności nie spełnia żądanych przez nas wcześniej warunków 1) i 2) z rozdziału II.5.2.  Jednak jeśli sygnał złożony jest ze składowych o skalach należących do  dwóch silnie rozseparowanych grup skal, to warunki te spełniane są w przybliżeniu.

Tego rodzaju operacje, traktowane jako substytut uśredniania statystycznego, są stosowane np. w  hydrodynamice  do rozdzielania przepływu głównego i turbulencji.

Często stosuje się inne kształty funkcji K – gaussowski, wykładniczy i in.

Ważnym podtypem jąder jednorodnych są jądra postaci:
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tworzące rodzinę funkcji samopodobnych zależnych od parametru samopodobieństwa (skali) T.

Filtry o takich jądrach tworzą rodzinę filtrów dolnoprzepustowych o skalach progowych proporcjonalnych do T. Spotkamy się z niemi dalej, w rozdziale „Analiza falkowa”.


  Ponieważ filtracja za pomocą filtru jednorodnego przedstawia sobą splot jądra i funkcji filtrowanej, transformata Fouriera wyniku filtracji jest iloczynem transformat jądra i funkcji filtrowanej. Transformatę jądra nazywa się czasem funkcją transmisji, ponieważ pokazuje ona jak dany filtr przepuszcza (wzmacnia lub tłumi) różne składowe widma fourierowskiego funkcji filtrowanej.

Filtrowanie przestrzenne


W przypadku filtrowania przestrzennego stosujemy zapis podobny jak w przypadku czasowym, zmieniając jedynie wymiar argumentów i krotność całkowania:
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Jeśli K jest sferycznie symetryczne, to mówimy, że filtr  jest izotropowy (wartość K zależy tylko od odległości 
[image: image51.wmf]x

 od 
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). Jeśli K jest zdecydowanie asymetryczne, filtr zwiemy anizotropowym.

Atmosfera jest z natury anizotropowa (inna struktura w poziomie niż w pionie, co najmniej w skalach większych niż mezo) i trzeba to zazwyczaj uwzględniać przy doborze filtrów.

II.5.3. Obcinanie rozwinięć na szeregi

Innym szczególnym przykładem filtracji liniowej jest obcinanie rozwinięć na szeregi. Pole f(t) przedstawiamy w postaci szeregu:
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a następnie usuwamy z powyższej sumy nieinteresujące nas człony. Ten sposób filtracji  ma szczególnie czytelną interpretację gdy baza rozwinięcia jest ortogonalna, ponieważ wówczas poszczególne wyrazy reprezentują różne skale. Można więc w ten sposób łatwo konstruować filtry górno- lub dolnoprzepustowe, czy też wyodrębniające dowolne przedziały widma skal.

Filtracja przez obcięcie szeregu ma tę właściwość, że jej iteracja nie zmienia wyniku filtrowania [
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], niestety zazwyczaj nie zachodzi:
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Zauważmy, że w przypadku bazy ortogonalnej łatwo przedstawić obcięcie szeregu w postaci operatora całkowego z tzw. jądrem zdegenerowanym 
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, gdzie sumowanie po i obejmuje człony rozwinięcia pozostawione w procesie filtracji:
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W przypadku bazy nie ortogonalnej przedstawienie całkowe można uzyskać w podobny sposób poprzez jej uprzednią ortogonalizację.

III. Metody statystyczne w przetwarzaniu danych

Wprowadzenie w metody statystyczne w przetwarzaniu danych wymaga skorzystania z podstawowej wiedzy probabilistycznej.  Zakłada się, że czytelnik w zasadzie taką wiedze posiada, tak że można się tu ograniczyć jedynie jej skrótowego podsumowania.

III.1. Podstawowe koncepcje teorii prawdopodobieństwa

III.1.2. Prawdopodobieństwo

Pojęcie prawdopodobieństwa występuje w co najmniej trzech znaczeniach:

1) Abstrakcyjnego, matematycznego pojęcia miary unormowanej na pewnej abstrakcyjnej przestrzeni (zwanej przestrzenią zdarzeń losowych), opisanego odpowiednią aksjomatyką, pozwalającą na zbudowanie określonej teorii matematycznej.

2) Prawdopodobieństwa w sensie statystycznym, jako stosunku liczby obiektów posiadających określona cechę do całkowitej liczby obiektów tworzących badaną populację (tzw. populacje generalną). Z tym najczęściej sensem prawdopodobieństwa mamy do czynienia przy stosowaniu metod probabilistycznych przy przetwarzaniu danych i w innych zastosowaniach. 

3) Prawdopodobieństwa w tzw. sensie bayesowskim (od nazwiska Thomasa Bayesa, XVIII-wiecznego angielskiego matematyka). Chodzi tu o prawdopodobieństwo w sensie w gruncie rzeczy psychologicznym, intuicyjnie przypisywane zdarzeniom, dla których prawdopodobieństwo zajścia w sensie statystycznym nie da się empirycznie wyznaczyć, np. prawdopodobieństwo tego, że jutro będzie burza (np. na 30%). Liczbowy sens takiego prawdopodobieństwa można próbować interpretować w ten sposób, że zajście danego zdarzenia zadziwi nas tak samo, jakby zadziwiło nas zajście innego zdarzenia, dla którego prawdopodobieństwo w sensie statystycznym daje się jednak liczbowo określić. Niekiedy można liczbowe określenie takiego prawdopodobieństwa heurystycznie uzasadnić znajomością statystyki podobnych sytuacji. Problem, która interpretacja pojęcia prawdopodobieństwa jest właściwsza, jest przedmiotem sporu filozoficznego w środowisku probabilistów.

Abstrakcyjna teoria prawdopodobieństwa w sensie matematycznym jest bardzo bogata a jej przydatność praktyczna wynika z faktu, że empirycznie wyznaczalne prawdopodobieństwo w sensie statystycznym spełnia aksjomaty tej teorii i jest szczególnym przypadkiem obiektu, do którego się ona stosuje.

III.1.2.1. Prawdopodobieństwo jako pojęcie matematyczne

Obiektem badań teorii prawdopodobieństwa jest abstrakcyjna przestrzeń zdarzeń losowych. Zdarzeniem losowym nazywa się każdy podzbiór tej przestrzeni.
Przestrzeń zdarzeń losowych jest zbiorem borelowskim, tzn. dla jej podzbiorów są określone (skończone lub nie) operacje mnożenia, dodawania i dopełniania zbiorów, a wyniki przeprowadzania tych operacji należą do tej przestrzeni. Przestrzeń ta jest rozpięta na pewnym zbiorze rozłącznych zbiorów zwanych zdarzeniami elementarnymi tzn. składa się ze wszystkich możliwych sum i iloczynów mnogościowych tych zbiorów, a ponadto zawiera zbiór pusty. Prawdopodobieństwo jest miarą unormowaną przypisaną wszystkim zbiorom przestrzeni zdarzeń.

 Aksjomatyka prawdopodobieństwa sprowadza się do typowych dla teorii miary trzech aksjomatów:

*
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* 
[image: image61.wmf](

)

å

å

¥

=

¥

=

¹

=

÷

ø

ö

ç

è

æ

Þ

ï

þ

ï

ý

ü

Ä

=

Ç

Ì

1

1

i

i

i

i

k

i

k

i

i

A

P

A

P

A

A

U

A


(Ai skończony lub przeliczalny ciąg zbiorów parami rozłącznych, 
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- zbiór pusty). Cała przestrzeń U reprezentuje tzw. zdarzenie pewne, zbiór pusty 
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 - zdarzenie niemożliwe.  P(
[image: image64.wmf]Ä

) = 0, lecz nie każde zdarzenie o zerowym prawdopodobieństwie musi być niemożliwe, podobnie jak  nie każde o prawdopodobieństwie 1 musi być pewne. 
III.1.3. Zmienna losowa

Zmienną losową nazywamy funkcję rzeczywistą (rzadziej zespoloną) określoną na zbiorze zdarzeń elementarnych; jest to liczbowa charakterystyka zdarzeń (przyporządkowanie zdarzeniom liczb – „ponumerowanie” zdarzeń). Przejście od operowania rozmaicie rozumianymi zdarzeniami do odpowiadającymi im wartościami zmiennej losowej upraszcza i ujednolica matematyzację analiz probabilistycznych. W dalszym ciągu, zmienne losowe oznaczać będziemy małymi literami greckimi lub dużymi łacińskimi.

Zmienna losowa może być dwojakiego typu:

· ciągłego (przebiega wszystkie wartości liczbowe z określonego przedziału)

· dyskretnego (przebiega wartości liczbowe ze zbioru dyskretnego).

Bywają również zmienne typu mieszanego.

W praktyce mamy na ogół tylko zmienne dyskretne, gdyż nie umiemy efektywnie (numerycznie)  operować zmiennymi ciągłymi. Z kolei, w rozważaniach teoretycznych możemy zmienną dyskretną traktować jak ciągłą, która z prawdopodobieństwem większym od zera przybiera wartości tylko z pewnego dyskretnego zbioru. 

W zastosowaniu pojęcia zmiennej losowej do danych empirycznych, należy szczególnie starannie odróżniać wartość zmiennej losowej (konkretną liczbę przypisaną konkretnemu zdarzeniu o określonej wartości prawdopodobieństwa), zwaną czasem konkretną realizacją tej zmiennej, od zmiennej losowej jako funkcji charakteryzowanej przez zbiór tych wartości, zwany też czasem zbiorem realizacji tej zmiennej. Zbiór danych  empirycznych poddawany analizie przypisany określonemu zdarzeniu (np. zbiór średnich dobowych temperatur w dniu 1-go stycznia obserwowanych w trzydziestoleciu 1961-1990) można potraktować jako zbiór realizacji określonej zmiennej losowej ( w naszym przykładzie przypisanej zdarzeniu „średnia dobowa temperatura w dniu 1 stycznia”), zawierający pełną informację statystyczną o tej zmiennej. Można go również potraktować jako próbkę zmiennej losowej, której faktyczny zbiór realizacji jest większy (w powyższym przykładzie: np. obejmującym 1 stycznia całego XX-tego wieku). Wnioskowanie o własnościach zmiennych losowych na podstawie ich próbek i szacowanie wiarygodności tych wniosków, stanowi jedno z podstawowych zadań statystyki matematycznej. W naszych rozważaniach częściej korzystać będziemy z tej pierwszej interpretacji.


Często zdarza się, że wartość zmiennej losowej można przypisać do zdarzenia w sposób naturalny – np. zdarzeniu  wystąpienia określonej  temperatury w określonym miejscu przypisujemy wartość tej temperatury. 

          Strukturę probabilistyczną określonej grupy zjawisk opisać można rozkładem prawdopodobieństwa dla wystąpienia przypisanych im wartości zmiennej losowej.

Podstawową charakterystyką  rozkładu prawdopodobieństwa jest dystrybuanta F(x), zwana też czasem rozkładem  kumulacyjnym. Jest to funkcja charakteryzująca zachowanie zmiennej losowej ξ, równa prawdopodobieństwu zdarzenia, że ξ ≤ x:

F(x) = P(ξ≤.x)

Z tej definicji i właściwości prawdopodobieństwa wynika, że:
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F(x) jest funkcja niemalejącą, lewostronnie ciągłą:


[image: image67.wmf]
Dystrybuanta dla zmiennej ciągłej ma charakter funkcji gładkiej,  zaś  dla zmiennej dyskretnej - „schodkowej”.


W przypadku zmiennych ciągłych często wygodniej niż dystrybuantą jest posługiwać się jej pochodną, tzw. gęstością  prawdopodobieństwa f(x):

f(x) = dF(x)/dx
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W nowszej literaturze  gęstość prawdopodobieństwa jest często oznaczana symbolem „pdf” od angielskiego probability density function.

 W przypadku zmiennych dyskretnych możemy stosować podobny zapis przechodząc na grunt dystrybucji i korzystając z symbolu  δ Diraca. Jeżeli więc wartościom zmiennej ξ: ξ1... ξn ... przypisane są wartości prawdopodobieństwa p1...pn..., to jej pdf  - f(x) wyrazi się wzorem:
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W dalszym ciągu, będziemy na ogół posługiwać się tak rozumianą gęstością zarówno w przypadku zmiennych ciągłych jak i dyskretnych. 

III.1.4. Zmienne losowe wielowymiarowe

W wielu wypadkach przychodzi rozpatrywać wielowymiarowe zmienne losowe – wektory losowe, jako charakterystyki zdarzeń złożonych bardziej naturalne niż ewentualna jednowymiarowa zmienna losowa .


Trzeba odróżnić wektor losowy od skończonego ciągu jednowymiarowych zmiennych losowych. Wektorowi losowemu przypisywane jest prawdopodobieństwo określone jako prawdopodobieństwo zdarzenia, że wszystkie zmienne współrzędne jednocześnie spełniają określone warunki. Dla ciągu zmiennych warunki określone są dla każdej z osobna.

Dla wektora losowego [ξ1,...,ξn] dystrybuanta F jest zdefiniowana jako:
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Jeśli wszystkie wektory są ciągłe a dystrybuanta różniczkowalna, to wielowymiarowa gęstość prawdopodobieństwa definiowana jest jako:
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Podobnie jak w przypadku jednowymiarowym, można w sposób jednolity wprowadzić gęstość prawdopodobieństwa dla zmiennych losowych ciągłych i dyskretnych, korzystając z formalizmu dystrybucji i funkcji „delta” Diraca.

III.1.5. Rozkłady warunkowe i brzegowe

Rozkład warunkowy jest odpowiednikiem probabilistycznego prawdopodobieństwa warunkowego, z elementarnego kursu rachunku prawdopodobieństwa, czyli:
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Jest to rozkład wielowymiarowy, w którym wartości pewnych współrzędnych są ustalone, np. wszystkie z wyjątkiem x1:
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Przykład: Jeśli weźmiemy zmienne 
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Drugą kategorią rozkładów związaną ze zmiennymi wielowymiarowymi są rozkłady brzegowe. Są to rozkłady, w których część zmiennych współrzędnych może mieć wartość dowolną, a więc w pewnym sensie „wypada z gry”, np. wszystkie z wyjątkiem pierwszej:

.

Przykład: Jeśli weźmiemy zmienne 
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)

Y

X

,

 i zobrazujemy rozkład prawdopodobieństwa jako gęstość punktów w układzie współrzędnych, to rozkłady brzegowe będzie można rozumieć:

· dla X – jako rozkład punktów zrzutowanych na oś X,

· dla Y – jako rozkład punktów zrzutowanych na oś Y.
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Dystrybuanta takiego rozkładu staje się dystrybuantą  zmiennej losowej o odpowiednio niższym wymiarze, np.:
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Zamiast dystrybuantami możemy oczywiście posłużyć się gęstościami rozkładów warunkowych lub brzegowych.

III.1.6. Zmienne losowe zależne i niezależne

O zmiennych losowych – współrzędnych wektora losowego – mówmy, że są niezależne, jeżeli dystrybuanta (względnie gęstość rozkładu) wielowymiarowa tego wektora jest iloczynem dystrybuant (gęstości rozkładu) współrzędnych. Jest to naturalny odpowiednik definicji zdarzeń niezależnych z elementarnego kursu rachunku prawdopodobieństwa.

III.1.7. Histogram, wygładzanie gęstości prawdopodobieństwa


Histogram powstaje gdy podzielimy przedział zmienności wartości zmiennej losowej na jednostronnie domknięte podprzedziały, którym przyporządkujemy prawdopodobieństwa zdarzeń, że zmienna losowa znajduje się w danym podprzedziale; wykreślamy go zazwyczaj w postaci „słupkowej”. Histogramy są najczęściej stosowaną formą przedstawiania rozkładów prawdopodobieństwa danych empirycznych, które z natury maja charakter dyskretny (a nawet skończony). Każdemu przedziałowi przypisuje się wówczas liczbę przypadków nk znalezienia się zmiennej w danym przedziale (ewentualnie dzieląc ją przez ogólna liczbę przypadków N, celem normalizacji). Po wykreśleniu histogramu w postaci  „słupkowej”, można go niekiedy próbować aproksymować krzywą ciągłą, najlepiej wykresem jakiejś  funkcji analitycznej, co może ułatwiać dalsze przetwarzanie. Jest to swego rodzaju „uciąglanie” zmiennej dyskretnej. Możemy również dla takiego przypadku naszkicować dystrybuantę w postaci linii „schodkowej”,  która dla każdej kolejnej wartości zmiennej losowej, pojawiającej się w analizowanym zbiorze danych, „skacze” o 1/N lub m/N, jeżeli dana wartość pojawia się m-krotnie. Taką linię schodkową również można następnie aproksymować krzywą analityczną. Jest to czasami lepsze rozwiązanie niż aproksymacja histogramu, zwłaszcza wówczas, gdy na pewne przedziały histogramu przypada niewielka liczba przypadków, co czyni je mało reprezentatywnymi. Aproksymując histogramy lub dystrybuanty empiryczne funkcjami analitycznymi należy zwracać uwagę, by te ostatnie spełniały warunki stawiane funkcjom rozkładu przez teorię prawdopodobieństwa.

III.2. Charakterystyki rozkładów.

. 

III.2.1. Charakterystyki rozkładów inne niż dystrybuanta i pdf 
Znajomość dystrybuanty lub pdf  daje pełną informację statystyczną o danej zmiennej losowej, jednak w przypadku danych empirycznych często ani nie  jesteśmy w stanie efektywnie je wyznaczyć ani nimi efektywnie operować. Zresztą nie zawsze jest to potrzebne i w zastosowaniach często wystarczają uboższe charakterystyki rozkładu, łatwiejsze do wyznaczenia i zastosowania. 

Najczęściej są to momenty statystyczne i kwantyle.

Momenty statystyczne tworzone są przy użyciu operacji uśredniania, jednej z najważniejszych operacji probabilistycznych.

III.2.2. Uśrednianie statystyczne 

Uśrednianiem nazywamy operację wyznaczania wartości średniej statystycznej (zwanej też „nadzieją matematyczną”, „przeciętną” lub „wartością oczekiwaną”). Wynik tej operacji  dla zmiennej losowej ξ bywa oznaczany różnymi symbolami:< ξ>, E[ξ],
[image: image84.wmf]x

. My pozostaniemy przy tym ostatnim (choć może to czasem mylić z identycznie oznaczaną operacja filtracji). Operacja ta, dająca w wyniku liczbę, definiowana jest dla zmiennej losowej ξ o dystrybuancie F(x) i gęstości prawdopodobieństwa f (x), następująco:
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Ogólnie rzecz biorąc dla funkcji  g od zmiennej losowej ξ:    
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W przypadku prawdopodobieństwa rozumianego w sensie statystycznym, z którym najczęściej mamy do czynienia w przypadku danych empirycznych, średnia wartość funkcji losowej to po prostu średnia arytmetyczna zaobserwowanych wartości zmiennej losowej. Zauważmy, że w przypadku niezbyt licznych danych empirycznych utworzenie z nich sensownego histogramu – odpowiednika gęstości rozkładu prawdopodobieństwa – może okazać się niemożliwe, podczas gdy średnia arytmetyczna będzie miała czytelny sens.

III.2.3.Momenty

Momentami (zwykłymi – w odróżnieniu od momentów centralnych))kolejnych rzędów (n) zmiennej losowej (X), nazywa się średnie wartości jej kolejnych potęg (
[image: image88.wmf]n

X

). 

Znajomość  momentów wszystkich rzędów pozwala (przy pewnych dodatkowych założeniach) na odtworzenie funkcji rozkładu. Zwykle jednak używamy ich tylko kilku, bowiem już one dostarczają wystarczających do większości zastosowań informacji o rozkładzie.

Szczególnie ważny jest pierwszy moment, czyli wartość średnia:
[image: image89.wmf]X

. 

Przy jego pomocy konstruujemy momenty centralne: 
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Często zmienne losowe „centrujemy” tzn. zamieniamy je na ich  odchylenia od wartości średniej. Średnia zmiennych centrowanych wynosi zero więc ich momenty centralne i zwykłe są sobie równe.

Drugi moment centralny: 
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Jej pierwiastek 
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nazywamy dyspersją lub odchyleniem standardowym. Duża wariancja lub dyspersja oznacza „rozmycie” rozkładu prawdopodobieństwa a mała – skoncentrowanie. Wariancja jest (na równi z dyspersją)często traktowana jako umowna miara niepewności co do faktycznej wartości zmiennej losowej, traktowanej jako wielkość deterministyczna. W odniesieniu do zmiennych losowych zespolonych wariancję definiuje się jako:
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(gdzie (*) oznacza sprzężenie w sensie liczb zespolonych), co gwarantuje nieujemność tak zdefiniowanej wariancji i pozwala na jej klarowną interpretację.

Często spotyka się również trzeci moment centralny (tzw., skośność) i czwarty (tzw. kurtoza), dające dalsze informacje o strukturze funkcji rozkładu. Np. wiadomo, że dla rozkładu o gęstości symetrycznej względem średniej,  centralne momenty nieparzyste są równe zeru.

III.2.4. Kwantyle

Kwantyle charakteryzują przede wszystkim dystrybuantę, informując przy jakiej wartości zmiennej dystrybuanta przyjmuje określoną wartość. Np. kwantyl 0,5 zwany medianą jest wartością zmiennej losowej, taką, że wartości mniejsze lub większe od niej występują z prawdopodobieństwem 0,5. Kwantyle 0,1...0,9 noszą nazwę decyli, zaś 0,01,...0,99 – centyli. 

III.2.5. Uśrednianie i momenty zmiennych wielowymiarowych, 


W przypadku wektorów losowych, całkowanie w operacji uśredniania odbywa się po wszystkich zmiennych. Zauważmy, że jeżeli funkcja uśredniana zależy tylko od niektórych współrzędnych wektora, uśrednianie takie oznacza całkowanie po gęstości (lub dystrybuancie) rozkładu brzegowego dla tych współrzędnych.

Gdy bowiem mamy dla wektora [X1,...Xn] wielowymiarową funkcję gęstości prawdopodobieństwa:
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Jeśli funkcja 
[image: image97.wmf] zależy tylko od niektórych xk, to znaczy, że tylko część z szeregu całek dotyczy obu czynników iloczynu podcałkowego 
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 (pozostałe są typu 
[image: image99.wmf](

)

1

=

ò

¥

¥

-

k

k

dx

x

f

)

co   oznacza, że faktycznie mamy do czynienia z uśrednianiem względem gęstości rozkładu brzegowego. Nietrudno zauważyć, że operacja uśredniania jest względem uśrednianych zmiennych losowych liniowa, tzn. średnia kombinacji liniowej zmiennych losowych o współczynnikach liczbowych (rzeczywistych lub zespolonych) jest kombinacją liniową średnich o odpowiednio takich samych współczynnikach. Zauważmy jeszcze, że średnia iloczynu zmiennych losowych nie jest na ogół równa iloczynowi średnich czynników; relacja taka zachodzi jednak dla zmiennych niezależnych, lub szerzej – dla zmiennych nieskorelowanych (patrz rozdz. III.2.3.2.). Natomiast zauważmy, że średnia wielkości stałej (traktowanej jako funkcja stała dowolnej zmiennej losowej) jest równa tej stałej. W szczególności będziemy mieli ważną regułę:
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III.2.3.1. Momenty zmiennych wielowymiarowych

Jeśli mamy wektor losowy: 
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to momentem nazywamy wyrażenie: 
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a momentem centralnym: 
[image: image103.wmf]n

n

n

X

X

X

X

a

a

)

...(

)

(

1

1

1

-

-


natomiast rzędem momentu: 
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III.2.3.2. Korelacja, przestrzeń pseudohilbertowska

Szczególną rolę grają momenty centralne rzędu drugiego, czyli korelacje:
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Macierz 
[image: image106.wmf]n
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 nazywa się macierzą korelacyjną.

Omawiając właściwości korelacji zakładać będziemy dalej, dla uproszczenia, że zmienne są centrowane, tj. ich wartości średnie wynoszą 0. Można to zrobić bez straty ogólności, ponieważ operacje centrowania można zawsze przeprowadzić, a po zakończeniu rozważań – odwrócić.

Jeśli weźmiemy zbiór centrowanych zmiennych losowych 
[image: image107.wmf],...
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, możemy stworzyć z nich liniową przestrzeń metryczną, którą nazwiemy umownie pseudohilbertowską, wprowadzając iloczyn skalarny w postaci korelacji (
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) oraz normę w postaci 
[image: image109.wmf]2
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(dyspersji). Przestrzeń taka nie spełnia wszystkich aksjomatów klasycznej przestrzeni Hilberta (w szczególności nie musi być zupełna), ale dla naszych celów nie jest to istotne. Chodzić bowiem nam będzie głównie o analogie związane z własnościami iloczynu skalarnego.

Jeśli zmienne 
[image: image110.wmf]2
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(centrowane lub nie) są niezależne, to ich korelacja wynosi zero; dla zmiennych centrowanych widać to natychmiast, dla nie centrowanych rachunek jest nieco dłuższy, choć również prosty:
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Na odwrót tak być nie musi! Zmienne nie skorelowane nie muszą być niezależne! Jednak dla pewnych rozkładów, np. często występujących w zastosowaniach tzw. rozkładów gaussowskich podobna własność występuje i w praktyce przetwarzania danych empirycznych wielkości nieskorelowane traktuje się zazwyczaj tak jakby były niezależne, choć teoretycznie może się to okazać nieścisłe.

Nieskorelowanie zmiennych jest odpowiednikiem ortogonalności wektorów przestrzeni Hilberta.

Ponieważ w dalszym ciągu będziemy korzystać z analogii z pewnymi właściwościami przestrzeni Hilberta, należy zwrócić uwagę na istotną różnicę pojęciową pomiędzy pojedynczą zmienną losową traktowaną jako wektor w przestrzeni pseudohilbertowskiej a wektorem losowym, w którym pojedyncze zmienne losowe są jego współrzędnymi w n-wymiarowej przestrzeni kartezjańskiej. Przy operacjach numerycznych dokonywanych zawsze na skończonych ciągach liczb obie interpretacje często wyrażają się bardzo podobnie i łatwo może dojść do ich pomylenia.

III.3. Regresja 

III.3.1. Pojęcie regresji

Rozważmy ciąg centrowanych zmiennych losowych: 
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 powiązanych pewnymi zależnościami. Wyróżnijmy jedną ze zmiennych: 
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, o wariancji
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0

X

. Pojawia się pytanie, w jakim stopniu, wobec istniejących powiązań, wiedza o pozostałych zmiennych dostarcza informacji o X0. 

Przypuśćmy, że istnieje związek typu:
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gdzie 
[image: image116.wmf](
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 - funkcja deterministyczna ( w tym sensie, że dla nielosowych, określonych wartości argumentów przyjmuje określone, nielosowe wartości),  zaś
[image: image117.wmf]R

- dodatek losowy, o wariancji 
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 (tzw. wariancja resztkowa).


Jeśli wybierzemy „ na chybił-trafił” pewną konkretną wartość (realizację) zmiennej losowej X0 a   wariancję 
[image: image119.wmf]2
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 potraktujemy jako swego rodzaju miarę niepewności co do trafności tego wyboru, to wiedząc jakie deterministyczne wartości przyjmują w konkretnym przypadku zmienne 
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 i przyjmując jako deterministyczną wartość X0  wartość  funkcji 
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, sprowadzamy tę niepewność do poziomu charakteryzowanego wariancją resztkową 
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. Jeżeli zachodzi 
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 , to oznacza to zmniejszenie tej niepewności. Wybór  odpowiedniej funkcji 
[image: image124.wmf]j

  nazywa się zwykle regresją.


Na ogół funkcji 
[image: image125.wmf]j

 poszukuje się w jakiejś rodzinie funkcji analitycznych i wybiera się tam  taką, która daje możliwie najmniejszą wariancję resztkową. W zastosowaniach praktycznych szczególną popularnością cieszą się funkcje liniowe postaci:


[image: image126.wmf]å

=

=

n

i

i

i

X

X

1

0

l


 gdzie 
[image: image127.wmf]i
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 - współczynniki liczbowe (rzeczywiste lub zespolone). Mówimy wtedy o regresji liniowej. W tym przypadku problem regresji polega na znalezieniu takich 
[image: image128.wmf]i

l

, by wariancja resztkowa  była najmniejsza. Problemem tym zajmiemy się w dalszych rozdziałach.


Regresja liniowa ma poważne zalety rachunkowe, co jest głównym źródłem jej popularności, lecz w wielu przypadkach lepsze rezultaty ( w postaci mniejszej wariancji resztkowej) daje regresja nieliniowa, korzystająca z innych, nieliniowych rodzin funkcyjnych. Warto zwrócić uwagę na formalne (a w pewnych przypadkach nie tylko formalne) podobieństwo pomiędzy regresją i interpolacją opartą na wariacyjnym kryterium najmniejszych kwadratów.

III.3.2. Regresja liniowa dla dwóch zmiennych 

Jeśli mamy zbiór wartości pomiarowych 
[image: image129.wmf](
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 i podejrzewamy, że X i Y są w przybliżeniu powiązane zależnością liniową, możemy, traktując je jako zbiór realizacji zmiennych losowych poszukać między nimi (po wycentrowaniu) związku regresyjnego:

Y = aX + R
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 gdzie  a  -  współczynnik liczbowy i szukać jego wartości minimalizującej wariancję R. Mamy:
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Różniczkujemy po 
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 (poszukiwanie ekstremum): 
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i przyrównujemy do 0, skąd: 


[image: image134.wmf]0

2

2

2

=

+

X

a

YX



[image: image135.wmf]2

X

XY

a

=


Zauważmy, że podstawienie takiego 
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 oznacza:  
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co można przekształcić następująco: 
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[image: image139.wmf]2
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 – nosi nazwę współczynnika korelacji (ściślej – współczynnika korelacji liniowej) i jest miarą mocy związku liniowego (dla związku deterministycznego
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[image: image141.wmf]1
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). Jego znak określa czy zależność Y od X jest rosnąca czy malejąca. Zauważmy też, że: 
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co pozwoli w następnym rozdziale uogólnić pojęcie współczynnika korelacji na przypadek korelacji wielokrotnej (wielowymiarowej). Geometrycznie można postrzegać go jako cosinus kąta między 
[image: image143.wmf](
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 przedstawianymi graficznie jako wektory na płaszczyźnie euklidesowej.

Jeśli przedstawimy sytuację graficznie, w układzie zmiennych 
[image: image144.wmf](
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 nanosząc punkty obrazujące zaobserwowane wartości tych zmiennych, regresja liniowa oznaczać będzie wybór prostej najlepiej (w sensie przyjętego kryterium) aproksymującej tę chmurę punktów.
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Uważajmy, by nie mylić związku  regresyjnego z rozkładem warunkowym! 

Zauważmy, że optymalna zależność wyznaczona przez związek regresyjny oznacza: 
[image: image146.wmf]0

=

XR

, co ma prostą  interpretację geometryczną, jeżeli X i Y potraktujemy jako wektory naszej przestrzeni pseudo-hilbertowskiej. 
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Regresja liniowa oznacza szukanie takiego punktu na prostej o wektorze kierunkowym X, który jest najbliższy punktowi wyznaczonemu przez wektor Y.  Jest to oczywiście taki punkt, że odcinek łączący go z  Y jest prostopadły do X, co właśnie wyraża związek
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III.3.3. Regresja dla zmiennej wielowymiarowej

W przypadku zmiennej wielowymiarowej można, jak wiemy, wyróżnić 
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 i napisać:
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zakładając oczywiście, że 
[image: image151.wmf]i
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są liniowo niezależne.
Należy obecnie dobrać takie
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l

, by zminimalizować 
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R

. Można to zrobić podobnie jak w wypadku dwuwymiarowym, tzn. przyrównać do zera wszystkie pierwsze pochodne
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 po
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 uzyskując w ten sposób układ równań liniowych na
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. Układ  ten można jednak uzyskać prościej, zauważając, analogicznie jak w rozdziale poprzednim, że „pseudohilbertoweski” wektor R, łączący X0 z najbliższym mu punktem na hiperpłaszczyźnie rozpiętej na wektorach
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X

 (i = 1...n) musi być do niej prostopadły, a więc prostopadły do wszystkich wektorów 
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(i = 1...n), czyli z nimi nieskorelowany:
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[image: image161.wmf]macierz
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, będąca macierzą kowariancyjną wektora losowego Xk jest macierzą szukanego układu równań, zaś 
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 -  kolumną wyrazów wolnych tego układu.

Rozwiązując powyższy układ równań otrzymujemy poszukiwane wartości
[image: image164.wmf]i

l

. Układ ten jest szczególnie prosty gdy zmienne
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 są parami nieskorelowane; wtedy macierz korelacyjna jest diagonalna i 
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 jest dany wzorem:
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Jest to analog ortogonalnego układu współrzędnych w n-wymiarowej przestrzeni euklidesowej, lub rozwinięcia w szereg (skończony) funkcji ortogonalnych.

Gdy rozważane zmienne losowe nie są nieskorelowane, niekiedy można i warto przeprowadzić ich ortogonalizację
 (zamianę zmiennych na ich kombinacje liniowe będące już parami nieskorelowane). W układzie zmiennych ortogonalnych 
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 możemy zapisać: 
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Czasami warto jest znormalizować wartości funkcji przez wartość wariancji. Powstaje wtedy odpowiednik wersora: 
[image: image170.wmf](
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. Zmienna z ma wariancję równą 1. Nietrudno zauważyć, że w przypadku regresji względem takich zmiennych mamy:
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Kwadraty współczynników λ są więc równe wkładowi odpowiednich zmiennych w wariancję X0. czyli informują o ile zmniejsza się niepewność co do wartości X0 , dzięki uwzględnieniu wartości tych zmiennych.

Interpretacja geometryczna regresji wielokrotnej jest podobna do dyskutowanej uprzednio regresji miedzy dwoma zmiennymi. Jeżeli dysponujemy skończonym zbiorem danych w postaci uporządkowanych trójek, czwórek czy ogólnie „n-tek” liczb interpretowanych jako realizacje n-wymiarowej zmiennej losowej (np. temperatura, ciśnienie i wilgotność z różnych terminów obserwacji) i jeżeli naniesiemy je jako chmurę punktów w n-wymiarowym układzie współrzędnych wyróżniając oś X0 (realnie trudno to zrobić w wymiarze większym niż 3), to równanie regresji określa nam n-1 wymiarową hiperpłaszczyznę będącą wykresem najlepszej ( w sensie najmniejszych kwadratów) liniowej aproksymacji zależności X0 od pozostałych zmiennych.

 Bywają sytuacje, w których regresja liniowa daje wyniki nie zadawalające a bezpośrednia regresja nieliniowa jest technicznie trudna. W takich przypadkach czasem wystarcza  przeprowadzić operację zamiany zmiennych – np. zmianę skali na logarytmiczną lub inną, by uzyskać zmienne, dla których regresja liniowa jest już zadawalająca.

W przypadku regresji wielokrotnej nie da się wprowadzić współczynnika regresji  r tak jak w przypadku regresji pomiędzy dwoma zmiennymi, ale można, dla jego definicji, skorzystać ze wzoru:


[image: image172.wmf]2

2

2

1

Y

R

r

-

=

 

który (kładąc Y=X0) zachowuje sens także w przypadku wielu zmiennych, choć nie pozwala na określenie znaku tego współczynnika. 

IV. Elementy teorii procesów i pól stochastycznych

IV.1. Proces stochastyczny – definicje i interpretacje

Proces stochastyczny nazywany też procesem losowym lub funkcją stochastyczną (losową) od jednej zmiennej może być definiowany różnie. Rozpatrzymy tu dwie równoważne definicje (choć dowód ich równoważności nie jest oczywisty i zostanie tu pominięty):

Pierwsza definicja określa proces stochastyczny jako rodzinę funkcji rzeczywistych lub zespolonych, zależnych od jednej zmiennej (na ogół rzeczywistej, rzadziej zespolonej, często interpretowanej jako czas i oznaczanej jako t) i parametru losowego (C): 
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Jeśli chodzi o t, będą nas interesowały trzy przypadki:

· funkcja określona na przedziale: 
[image: image174.wmf]b
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· funkcja określona na całej osi t,

· funkcja określona na dyskretnym, nieskończonym ciągu punktów czasowych.

(C należy rozumieć jako zmienną losową o pewnej określonej dystrybuancie; niekiedy może być dogodnie przyjąć, że jest to zmienna losowa wielowymiarowa).

Dwa pierwsze przypadki określamy jako procesy ciągłe, trzeci  -  jako proces dyskretny; w tym ostatnim przypadku używa się też niekiedy terminu szereg czasowy.

Każda realizacja (funkcja z rodziny 
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)

C

t

,

j

) odpowiada konkretnej wartości C.

Przykład: Przebieg zmian temperatury w styczniu w określonym punkcie geograficznym, w ciągu określonych 30 lat. Mamy 30 przebiegów – każdy z nich może być uważany za jedną z realizacji o prawdopodobieństwie wystąpienia 1/30 a za parametr C przyjąć numer kalendarzowy roku.

Generalnie, nie musimy mieć wyrażenia analitycznego określającego 
[image: image176.wmf](
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; znajomość wszystkich przebiegów wystarcza. W zależności od potrzeb możemy je traktować jako komplet danych określających proces lub jego próbkę.
Druga definicja polega na uogólnieniu pojęcia wektora losowego (skończonego ciągu zmiennych losowych o łącznym rozkładzie prawdopodobieństwa). Według niej funkcja φ(t) 
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przedstawia proces stochastyczny, jeżeli dla każdego skończonego ciągu (t1,...,tn), ciąg [φ(t1),...,φ(tn)] tworzy wektor losowy o określonym, łącznym  rozkładzie prawdopodobieństwa.

Uwaga! Proces losowy nie jest po prostu zmienną losową zależną od t (choć taką funkcję określa) a tworem matematycznym pojęciowo innym! Ilustruje to następujący przykład: 

Weźmy dwa przebiegi przedstawione na rysunkach 1 i 2. i rozpatrzmy dwa różne procesy losowe przez nie ilustrowane, 
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                                                Rys. 1                                  Rys. 2

Każdy z nich składa się z dwóch realizacji reprezentowanych odpowiednio przez linie ciągłą i przerywaną, występujące z prawdopodobieństwem np. 0,5. Oba generują tę samą dyskretną zmienną losową zależną od czasu, posiadającą w każdej chwili dwie wartości występujące z prawdopodobieństwem 0,5 za wyjątkiem punktu czasowego 0,5 w którym ma jedną wartość występującą z prawdopodobieństwem 1.

Proces losowy tworzy zmienną losową zależną od czasu – nie odwrotnie!

Proces losowy ciągły to uogólnienie pojęcia  wektora losowego n-wymiarowego na wymiar nieskończony (continuum). Proces losowy dyskretny to uogólnienie na wymiar nieskończony (przeliczalny). W praktyce zawsze mamy skończony ciąg danych a więc – wektor n-wymiarowy (skończony) co  najwyżej aproksymujący pewien idealny proces losowy dyskretny lub ciągły. Idealizowane pojęcie procesu losowego wprowadzane jest ze względu na jego zalety teoretyczne w stosunku do wektora losowego o skończonym wymiarze.

Na procesach losowych, których realizacje są różniczkowalne lub całkowalne  możemy wykonywać  operacje różniczkowania i całkowania otrzymując w wyniku inne procesy losowe. W przypadku całek oznaczonych postaci 
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 otrzymujemy funkcjonały 

będące zmiennymi losowymi  funkcjami od losowego parametru C .

Uogólnieniem procesów stochastycznych na przypadek funkcji wielu zmiennych są pola stochastyczne (losowe), w których jednowymiarowy parametr t zastępowany jest n-wymiarowym punktem. Innym uogólnieniem procesu losowego są wielowymiarowe procesy i pola losowe, tzn. funkcje i pola wektorowe zależne dodatkowo od parametru losowego. Większość interesujących nas własności procesów stochastycznych rzeczywistych, zależnych od jednej zmiennej rzeczywistej, przenosi się w sposób trywialny na te uogólnienia, więc dla uproszczenia rozważań zajmiemy się głównie tymi pierwszymi. Niektóre własności pól w sposób istotny zależące od wielowymiarowości argumentu lub wartości procesu omówimy w  dalszych rozdziałach.

IV.2 Charakterystyki rozkładów prawdopodobieństwa dla procesów losowych

IV.2.1. Uśrednianie

Ponieważ proces stochastyczny zależy od parametru losowego C, którego gęstość rozkładu ρ(C) uważamy za znaną, możemy wprowadzić uśrednianie procesu według wzoru:
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jest to tzw.  średnia po realizacjach (np. średni przebieg temperatury w styczniu, uśredniony po 30 latach, w przykładzie z rozdziału IV.1), która oczywiście jest już funkcją „zwykłą”, deterministyczną a nie losową. Nie należy jej mylić ze średnią „po czasie” daną wzorem:
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przy ustalonej wartości C, tzn. dla określonej realizacji. 

W podobny sposób możemy wprowadzić momenty wyższych rzędów (zwykłe i centralne) a w szczególności drugi moment centralny – wariancję. Zauważmy, że operacja uśredniania po realizacjach jest liniowa i przemienna z różniczkowaniem i  całkowaniem po czasie.

Podobnie jak w przypadku zmiennych losowych, w praktyce, operując zbiorami danych empirycznych, możemy mieć problem z ustaleniem rozkładu prawdopodobieństwa (np. w przypadku 30 miesięcznych przebiegów trudno jest każdemu przypisać sensownie jakieś prawdopodobieństwo). Można natomiast łatwo wziąć średnią arytmetyczną. Zamiast więc posługiwać się pełnym rozkładem, zwracamy się ku parametrom, które łatwiej uzyskać (np. momentom) a które w licznych wypadkach zawierają wystarczającą informację o badanym procesie. Generalnie, przy badaniu właściwości procesów losowych lub ich stosowaniu na ogół nie korzystamy z pełnej informacji o strukturze procesu (często niedostępnej) a operujemy jedynie pewnymi wybranymi charakterystykami.

 Mając dany proces losowy φ(t) możemy od niego odjąć jego średnią, uzyskując równoważny mu proces centrowany ψ(t)= φ(t) - 
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. W dalszym ciągu często zakładać będziemy, celem uproszczenia rozważań i rachunków, że rozpatrywane procesy są centrowane.

 IV.2.2. Funkcje korelacyjne

Do najczęściej stosowanych charakterystyk procesów losowych należą momenty wielopunktowe a w szczególności tzw. funkcje korelacyjne.

Analogicznie jak dla współrzędnych wielowymiarowej zmiennej losowej, dla procesu losowego rozpatrujemy momenty wiążące wartości procesu w różnych punktach czasowych, tzn. wyrażenia postaci:
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W przypadku, gdy wszystkie wykładniki są równe 1, mówimy o n-punktowej funkcji korelacyjnej. W szczególności interesująca jest funkcja korelacyjna dwupunktowa, zwana też funkcją autokorelacyjną (w odróżnieniu od funkcji kroskorelacyjnej, wiążącej  dwa różne procesy losowe – dwie składowe procesu wielowymiarowego)
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która reprezentuje kowariancję między 
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. Jest ona symetryczna ze względu na 
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 i równa wariancji gdy t1 = t2. 

Czasem używa się funkcji korelacyjnej w postaci znormalizowanej (współczynnika korelacji):
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Funkcja korelacyjna obrazuje związek pomiędzy dwoma kolejnymi punktami czasowymi procesu. Jeśli współczynnik korelacji wynosi
[image: image194.wmf]±

 1, to związek jest deterministyczny i liniowy (z prawdopodobieństwem 1).

Funkcja korelacyjna, zwłaszcza w postaci znormalizowanej, stanowi w pewnym sensie miarę „pamięci” procesu, tzn. względnej wielkości składowej deterministycznej związku pomiędzy wartościami procesu w sąsiednich chwilach czasowych. Gdy wartość jej osiąga zero, oznacza to, że wartości procesu w tych punktach są nie skorelowane ( w praktyce – niezależne), tak jakby proces w punkcie t2 „zapomniał” jaką miał wartość w punkcie t1. Gdy ma wartość 
[image: image195.wmf]1
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, wartość procesu w punkcie t2  jest ( z prawdopodobieństwem 1) liniową funkcją jego wartości w punkcie t1. W licznych procesach występujących w praktyce przetwarzania danych obserwuje się stopniowe dążenie funkcji autokorelacyjnej do zera, w miarę oddalania się t2
od t1.

Jeżeli proces losowy  będziemy aproksymować n-wymiarowym wektorem losowym to funkcja autokorelacyjna procesu przejdzie na macierz korelacyjną tego wektora.

Jeśli, stosując odpowiednie przekształcenie liniowe, sprowadzimy macierz korelacyjną do postaci diagonalnej,  jej wyrazy reprezentować będą wariancje składowych przekształconego wektora losowego, a więc wielkości nieujemne. Oznacza to, że macierz korelacyjna musi być dodatnio określona, tzn. dodatnio określona będzie opisywana przez nią forma kwadratowa. Można udowodnić, że własność ta przenosi się na funkcję korelacyjną procesu, tzn. dla dowolnej funkcji (deterministycznej) ψ(t) zachodzi:
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Tak więc funkcja korelacyjna jest dodatnio określona jako jądro operatora całkowego 
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Funkcje korelacyjne są charakterystykami często używanymi w praktyce i są wtedy wyznaczane na podstawie dyskretnych danych pomiarowych. Pojawia się więc często problem ich aproksymacji przy pomocy jakichś prostych funkcji analitycznych. Trzeba wówczas pamiętać, by funkcja aproksymująca była dodatnio określona.

IV.2.3. Funkcje strukturalne

Innymi charakterystykami opartymi o momenty dwupunktowe są funkcje strukturalne. Ich postać ogólna to: 
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Najprostsza z nich to funkcja strukturalna drugiego rzędu:
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tzn. dyspersja   różnicy  procesu  w  różnych  chwilach czasowych. Daje się ona wyrazić przez funkcję korelacyjną; obie niosą więc tyle samo informacji, jakkolwiek w zależności od zastosowania, jedna lub druga może okazać się wygodniejsza w interpretacji. 

IV.3. Reprezentacja procesu losowego w postaci szeregu

IV.3.1 Rozwinięcie procesu w szereg

Jeżeli założymy, że przestrzeń funkcyjna, z której pochodzą realizacje procesu jest ośrodkową przestrzenia L2 (funkcji całkowalnych z kwadratem), tzn. posiada przeliczalną bazę funkcji na których szereg możemy rozwinąć każda z tych realizacji (a założenie takie w stosunku do funkcji potrzebnych w zastosowaniach fizycznych jest z reguły dopuszczalne),możemy szukać przedstawienia procesu w postaci szeregu funkcji bazowych z współczynnikami będącymi zmiennymi losowymi*:
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 - zmienne losowe,
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 - zwykłe funkcje od czasu. W dalszym ciągu zakładać będziemy że są one  unormowane, tzn. że
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, oraz, że proces φ(t) jest wycentrowany, tzn.
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*Teoretycznie możliwe jest także postępowanie odwrotne – przyjęcie 
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 jako liczb oraz 
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 jako „bazowych” procesów stochastycznych, my się jednak tym podejściem nie będziemy zajmować. 

Założenia te nie ograniczają ogólności rozważań.

Zbieżność powyższego rozwinięcia definiować można stosując rozmaite kryteria (metryki). Można na przykład dokonać następującego podziału:
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 - skończony szereg,
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i szukać takiego rozkładu, aby średnia po czasie wariancji R była minimalna, a w granicy dążyła do zera: 
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. W dalszym ciągu tak będziemy rozumieli zbieżność ciągów procesów losowych określonych na domkniętych przedziałach.

IV.3.2. Rozwinięcie kanoniczne

Szczególnie wygodne przy rozwijaniu na szeregi są bazy ortonormalne, tzn. takie, że:
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które w przypadku zwykłych funkcji  niezwykle upraszczają operowanie takimi rozwinięciami. W przypadku procesów stochastycznych rozwinięcia takie były by jeszcze wygodniejsze, gdyby jeszcze dodatkowo ich współczynniki 
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były parami  nieskorelowane, tzn. aby:
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Taką korzystną sytuację – brak korelacji współczynników i ortogonalność funkcji bazowych mamy w przypadku tzw. rozwinięcia kanonicznego. Powstaje pytanie, czy dla każdego procesu można znaleźć bazę dającą rozwinięcie kanoniczne. Okazuje się, że tak. Aby to pokazać, załóżmy hipotetycznie, że rozwinięcie takie istnieje. Funkcja autokorelacyjna procesu daje się wówczas przedstawić w postaci:
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                  (*)

Nietrudno sprawdzić, że funkcje bazowe spełniają następujące równanie całkowe:
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                                                             (**)
czyli są funkcjami własnymi operatora całkowego z jądrem K(t,t’) a
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 - jego wartościami własnymi.

Rozumowanie to można odwrócić na mocy teorii Hilberta-Schmidta równań całkowych z jądrem symetrycznym, jakim w szczególności jest każda dostatecznie regularna funkcja autokorelacyjna. Wynika z niej, że zbudowane na niej równanie całkowe (**) posiada rzeczywiste, dodatnie wartości własne a jej funkcje własne tworzą ciąg ortogonalny (po normalizacji – ortonormalny), pozwalający na rozwinięcie postaci (*) . W przypadku nieskończonej liczby wartości własnych tworzą one ciąg dążący do zera, 
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Losowe współczynniki rozwinięcia kanonicznego znajdujemy ze znanego wzoru dla współczynników rozwinięć na szeregi ortogonalne: 
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Wariancja procesu jako funkcja t przyjmuje postać:
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co pozwala interpretować poszczególne 
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jako „wkłady” poszczególnych funkcji bazowych rozwinięcia w wariancję procesu. Jeszcze wyraźniej przedstawia się ta interpretacja w odniesieniu do wariancji procesu scałkowanej po czasie: 
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 Zwykle numerujemy 
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 tak, aby tworzyły ciąg monotonicznie malejący (ściślej – nierosnący).


Funkcje własne funkcji autokorelacyjnej stosowane w rozwinięciu kanonicznym noszą w literaturze różne nazwy: naturalne funkcje ortogonalne, empiryczne funkcje ortogonalne (empirical ortogonal functions – EOF), principal components, i inne. Zwłaszcza skrót EOF jest bardzo popularny i  w dalszym ciągu będziemy z niego korzystać.

IV.3.3. Posługiwanie się rozwinięciem kanonicznym.

Rozwinięcie w szereg funkcji bazowych pozwala zastąpić ciągły proces stochastyczny, dyskretnym ciągiem współczynników, w przypadku rozwinięcia kanonicznego szczególnie wygodnym rachunkowo. Podając ich wartości możemy, przy znanych funkcjach bazowych, wybrać konkretną realizację procesu o określonym prawdopodobieństwie wystąpienia. Na ogół funkcje bazowe mają, jako ortogonalne, charakter oscylacyjny, więc mogą charakteryzować składowe o różnych skalach; często (choć nie zawsze), mają one czytelną interpretację fizyczną. W zastosowaniach z reguły występują  rozwinięcia obcięte na pewnej liczbie pierwszych wyrazów, dające pewne przybliżenie  procesu a charakteryzowane przez skończony ciąg współczynników. Scałkowana po czasie wariancja reszty (sumy obciętych wyrazów) jest dogodną, czytelną miarą błędu takiego skończonego rozwinięcia. Często scałkowana wariancja kilku pierwszych wyrazów, wyznaczona przez sumę odpowiadających im wartości własnych funkcji autokorelacyjnej, stanowi tak znaczący ułamek wariancji całkowitej, że w praktyce można się do nich ograniczyć.

W zastosowaniach do materiału empirycznego, zawsze mamy do czynienia ze skończoną liczbą danych i zamiast procesu ciągłego mamy aproksymujący go wektor losowy, ale często o bardzo wysokim wymiarze. Funkcja autokorelacyjna przechodzi wówczas w macierz korelacyjną tego wektora, a problem szukania  EOF do sprowadzania tej macierzy na osie główne, tzn. szukania jej wartości i wektorów własnych stanowiących przybliżenie EOF. Zastosowanie tych ostatnich jako bazy i obcięcie rozwinięcia na względnie małej liczbie pierwszych wyrazów, pozwala często, przy niewielkiej stracie dokładności, (w dodatku łatwej do oszacowania) bardzo ograniczyć wymiar wektora, którym się operuje. 

Przykład: Przebieg zmian temperatury w styczniu nad określonym punktem w ciągu 30 kolejnych lat.
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 - temperatura i-tego dnia w k-tym roku, mierzona jako odchylenie od średniej 30-letniej;

 i – mierzy czas, k – numeruje realizacje.

Uśrednianie po realizacjach to sumowanie po k i dzielenie przez 30;
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Całkowanie po czasie to sumowanie po i (i ewentualnie dzielenie przez 31 by uzyskać średnią po czasie).

Funkcja autokorelacyjna jest tu macierzą symetryczną postaci  
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 i,j = 1,...,31,

Zagadnienie własne:  
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, s = 1,...,31, daje po rozwiązaniu 31 

31-wymiarowych parami ortogonalnych wektorów własnych 
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,których kombinacje liniowe postaci:

(***)                                                  
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 pozwalających przy ustalonych współczynnikach β wyznaczyć temperaturę i-tego dnia w p-tym roku. Współczynniki 
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spełniają równość:
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Ograniczając we wzorze (***) sumowanie po s do np. 5 pierwszych wyrazów uzyskujemy przybliżoną reprezentacje procesu obejmującą 5*30=150 liczb zamiast pierwotnych 30*31=930. Jeżeli się przy tym okaże, że:
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to uzyskujemy znaczną kompresję informacji kosztem relatywnie niewielkiego błędu mierzonego zsumowaną wariancją reszty odrzuconych wyrazów rozwinięcia.

Powyższy przykład nie jest może najlepszy ze względu na stosunkowo niewielkie liczby rozważanych danych lecz przy zdarzających się w praktyce sytuacjach gdy wchodzą w grę dziesiątki tysięcy pomiarów, taka kompresja jest często bardzo użyteczna.

IV.4. Szumy 

Wśród ciągłych procesów losowych szczególną rolę grają procesy zwane „szumami”. Szum to proces, w którym funkcja korelacyjna ma postać:
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A(t1) nosi nazwę natężenia szumu.


Ogólnie możemy określić szum jako proces, w którym dowolnie bliskie punkty nie wykazują korelacji. Wariancja szumu jest teoretycznie nieskończona, bo 
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 jest wielkością interpretowaną zazwyczaj jako nieskończoność. W praktyce, gdy proces ciągły jest aproksymowany przez skończony ciąg dyskretny, szum reprezentowany jest przez wektor losowy [X(tk)], którego współrzędne (czyli wartości w kolejnych punktach czasowych) są parami nieskorelowane, zaś natężenie jest wartością wariancji w danym punkcie. Funkcja korelacyjna czyli macierz korelacyjna tego wektora ma  więc postać:
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IV.5. Procesy stacjonarne (jednorodne)

IV.5.1. Proces stacjonarny 

O procesie φ(t) mówimy, że jest stacjonarny lub jednorodny, jeśli jego własności stochastyczne są niezmiennicze ze względu na przesunięcie wzdłuż osi czasowej; w szczególności dla dowolnego a zachodzi:

φ(t) = φ(t+a)

Wynika stąd, że idealny proces stacjonarny musi być określony na całej osi t.

W najogólniejszej teorii żąda się niezmienniczości wszystkich stochastycznych cech procesu. W zastosowaniach, gdy zachodzenie tego warunku z reguły trudno sprawdzić, żąda się jej zwykle jedynie dla cech aktualnie badanych (np. wybranych momentów).

Z powyższego warunku niezmienniczości wynika, że: 
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. Również wariancja jak i wszystkie inne  nielosowe, jednopunktowe funkcje procesu są stałe. Także funkcja korelacyjna (symetryczna ze względu na zamianę punktów) nie zależy od przesunięcia:


[image: image237.wmf](

)

(

)

(

)

(

)

(

)

(

)

'

'

0

'

'

,

t

t

K

t

t

t

t

t

t

K

-

=

-

=

=

j

j

j

j

.

W szczególności stacjonarny szum (o natężeniu niezależnym od czasu), zwany szumem białym, ma funkcję korelacyjną postaci: 
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, gdzie A jest wielkością stałą.

IV.5.2. Procesy ergodyczne

W przypadku występujących w praktyce procesów stacjonarnych rzadko możemy zidentyfikować rodzinę realizacji. Najczęściej mamy do dyspozycji tylko jedną realizację (np. bardzo długą serię pomiarów określonej wielkości fizycznej). Powstaje problem jak w takim przypadku wykonać fundamentalną dla większości zastosowań operację uśredniania po realizacjach. Okazuje się to możliwe w przypadku pewnej klasy procesów tzw. procesów ergodycznych, w których uśrednianie po realizacjach jest równoważne uśrednianiu jednej realizacji po czasie. W przypadku idealnego procesu ciągłego wyraża się to następującym wzorem:
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gdzie 
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 jest dowolną liczbową charakterystyką (np. momentem) rozważanego procesu zaś g’(t) odnosi się do jej odpowiednika dla analizowanej realizacji. Zależność od czasu jest w powyższym wyrażeniu pozorna, gdyż  po przejściu do granicy t przestaje być istotne; jest to zgodne z faktem, że w procesie stacjonarnym charakterystyki statystyczne nie zależą od czasu.

Brak jest uniwersalnych kryteriów ergodyczności dowolnego procesu, jakkolwiek w pewnych szczególnych przypadkach daje się ściśle udowodnić, że warunkiem dostatecznym jest, by dla 
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 rosnącego do nieskończoności funkcja autokorelacyjna procesu
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, dążyła do zera szybciej niż 
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Zachodzi to w szczególności gdy dla dostatecznie dużego τ , K(τ) = 0, co pozwala na przeprowadzenie następującego heurystycznego rozumowania:

Niech dla τ > T1, K(τ) = 0. T1 określa więc „zasięg” funkcji autokorelacyjnej.  Podzielmy oś t na odcinki o długości T1 ; fragmenty procesu na każdym z tych odcinków są parami nieskorelowane i z pewnymi zastrzeżeniami można je uważać za niezależne. Rozpatrzmy średnią po czasie na odcinku o długości 2NT1, gdzie N jest liczbą  naturalną:
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Ze względu na stacjonarność procesu tzn. niezmienniczość ze względu na przesunięcie  możemy przebieg procesu na każdym, z odcinków (tj. dla każdego k) uznać za niezależną realizację procesu na odcinku [0,T1] i jego statystyczną próbkę poczym znaleźć jego przybliżoną średnią jako średnią arytmetyczną tych próbek*. Oznaczając je 
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 możemy więc przyjąć:
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Całkowanie w trzecim wyrazie powyższej równości wykonywane jest przy założeniu, że wyrażenie podcałkowe, jako średnia po realizacjach procesu stacjonarnego, nie zależy od t a więc jest równe swojej średniej po czasie na odcinku [0,T1] a przy tym reprezentuje średnią po realizacjach dla procesu rozpatrywanego na całej osi t. Przy 
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otrzymujemy potwierdzenie ergodyczności rozpatrywanego procesu. Powyższe rozumowanie, przeprowadzone tu dla procesów ciągłych, przenosi się łatwo na procesy dyskretne (szeregi czasowe), należy tylko całki zastąpić odpowiednimi sumami. Należy jednak jeszcze raz podkreślić, że powyższe rozumowanie nie jest dowodem w ścisłym sensie a jedynie heurystycznym argumentem za poglądem, że dysponując jedną realizacją procesu stacjonarnego o ograniczonym „zasięgu” funkcji autokorelacyjnej możemy uśrednienie po czasie uznać za równoważne uśrednieniu po hipotetycznych realizacjach, które realnie nie istnieją lub są niedostępne. Należy również pamiętać, że procesy stacjonarne występujące w praktyce przetwarzania danych mają z reguły postać długich ale skończonych serii danych i proponowane wyżej operacje i interpretacje mają sens tylko wtedy, gdy seria jest znacznie dłuższa niż „zasięg” T1 jej funkcji autokorelacyjnej;  ponadto mogą ten sens tracić w pobliżu początku i końca serii.

-------------------------------------

* Z teorii estymacji wynika, że średnia arytmetyczna z serii próbek niezależnych aproksymuje średnią po całej populacji, w tym przypadku po realizacjach.


W praktyce powstaje problem jak znaleźć funkcję autokorelacyjną i jej „zasięg”, skoro potrzebna do tego operacje uśredniania wymaga znajomości tego zasięgu, co prowadzi do swego rodzaju „błędnego koła”. Najprostszą, choć pracochłonną, jest metoda „prób i błędów”. Startując z pewnego punktu czasowego t1 położonego w pobliżu środka analizowanej serii oraz pewnej początkowej wartości  T1 i N, należy obliczyć 
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, a następnie, w razie potrzeby, powtarzać to obliczenie przy stopniowo rosnącym N T1 aż uzyska się ustabilizowany kształt tej funkcji przy jej skończonym zasięgu, poczym należy upewnić się, że nie zależą  one od wyboru punktu t1(stacjonarność). Jeżeli postępowanie to nie daje oczekiwanego wyniku, może to oznaczać, że proces reprezentowany przez badaną serię nie jest stacjonarny lub ergodyczny. Warto tu zauważyć, że wobec pracochłonności takiego postępowania, wielu autorów z niego rezygnuje, co czasem prowadzi do stosowania metod analizy wypracowanych dla procesów stacjonarnych do niestacjonarnych danych i wyciągania stąd nieuprawnionych wniosków.

IV.5.3. Transformata Fouriera jako kanoniczne rozwinięcie procesu stacjonarnego 

Chcielibyśmy znaleźć dla procesów określonych na całej, osi t (w szczególności stacjonarnych) rozwinięcie podobne do rozwinięcia kanonicznego dla procesu na skończonym odcinku. Tym razem oś t jest nieskończona, więc zamiast rozwinięcia w postaci szeregu należy raczej poszukiwać rozwinięcia w postaci transformacji całkowej:
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gdzie
[image: image251.wmf](

)

l

A

 - proces losowy zależny od parametru
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, zaś e(λ,t) – rodzina zwykłych funkcji deterministycznych, być może zespolonych, dostatecznie bogata by umożliwić takie rozwinięcie. Dla zapewnienia wykonalności całkowań i różniczkowań zakładać będziemy działanie w dziedzinie dystrybucji. Odpowiednikiem rozwinięcia kanonicznego w szereg będzie transformacja w której
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 jest szumem parametru 
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, zaś funkcje bazowe e(λ,t) są ortonormalne na osi t, tzn.:
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gdzie (*) oznacza sprzężenie w sensie liczb zespolonych.

Pokażemy, że w przypadku procesu stacjonarnego rozwinięciem kanonicznym jest rozwinięcie w postaci transformacji Fouriera:
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Łatwo zauważyć, że użyte tu funkcje bazowe 
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 są ortogonalne na osi t. Mamy bowiem:
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(1 jest transformatą Fouriera dla 
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 Diraca a 
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 -transformatą 1), a więc:
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Pozostaje pokazać, że transformata Fouriera rzeczywiście spełnia warunek braku korelacji pomiędzy współczynnikami 
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 dla różnych λ:
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 gdzie F(K(τ)) oznacza transformatę Fouriera funkcji autokorelacyjnej K(τ) stacjonarnego, rzeczywistego procesu f(t). Powyższy wynik oznacza brak korelacji pomiędzy współczynnikami 
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 dla różnych λ a więc fakt, że dla procesów stacjonarnych transformacja Fouriera jest reprezentacją kanoniczną. Mamy także:
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IV.5.4. Analiza fourierowska procesu stacjonarnego

Ustaliliśmy już, że dla procesów stacjonarnych kanoniczną reprezentacją jest transformata Fouriera: 
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, zaś funkcję autokorelacyjną można więc przedstawić jako: 
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W szczególności: 
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czyli opisywana tym wyrażeniem wartość wariancji procesu (faktycznie niezależna od czasu) jest całką  natężeń szumu tworzących rozwinięcie współczynników. Zauważmy, że analogiczny wynik otrzymaliśmy wcześniej dla procesów na odcinku, gdzie w miejscu całki występowała suma wariancji współczynników rozwinięcia kanonicznego w szereg.
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 nazywamy widmem mocy procesu losowego. Oczywiście  nie zależy ono od czasu. Pokazuje wkład poszczególnych składowych fourierowskich do wariancji procesu. W praktyce przetwarzania danych jest to bardzo przydatna charakterystyka procesu; liczymy je, gdy mamy do czynienia z przebiegiem czasowym, co do którego mamy podstawy uważać, że reprezentuje proces stacjonarny. Widmo mocy jest łatwiej interpretować niż widmo samego procesu 
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, które właściwie nie niesie czytelnych informacji. W szczególności występowanie w widmie mocy wyraźnych lokalnych maksimów, sugeruje istnienie w procesie deterministycznych składowych periodycznych. Jak wspomniano wcześniej, szum A(λ) o natężeniu stałym, niezależnym od λ nosi nazwę szumu białego; nazwa ta pochodzi od analogii z białym światłem, w którym fale wszystkich długości występują z jednakową amplitudą.

Analiza fourierowska a w szczególności analiza widma mocy i związanej z nim funkcji autokorelacyjnej jest jednym z podstawowych narzędzi do badania procesów stacjonarnych.

W praktyce nastręcza ona szereg problemów technicznych i obliczeniowych, związanych m.in. z faktem, że dane otrzymujemy z reguły w postaci skończonego, dyskretnego szeregu czasowego. Typowa procedura znajdowania widma składa się wówczas z następujących kroków: 

1.   Weryfikacja stacjonarności szeregu i oszacowanie zasięgu funkcji autokorelacyjnej.

2. Podział szeregu na odcinki o długości L, znacznie większej od tego zasięgu. Przebieg szeregu na każdym z nich będzie traktowany jak kolejna realizacja procesu, mierząc t na każdym odcinku oddzielnie i kładąc „0” na początku odcinka.

3. Obliczenie transformaty na każdym z odcinku z osobna.

4. Podniesienie transformaty do kwadratu i uśrednienie arytmetyczne po realizacjach,.

Ponieważ przy liczeniu transformat całkowanie odbywa się na odcinku o skończonej długości, funkcje bazowe są na nim w dobrym przybliżeniu ortogonalne jedynie dla λ>> 2π/L. Oznacza to, że wartości A(λ) dla λ nie spełniających tego warunku mogą być obciążone znacznymi błędami. Ponadto sama nieciągłość związana z końcami odcinka generuje fałszywe składowe widma. Ten ostatni efekt można ograniczyć stosując tzw. „okna” tzn. zniekształcając analizowany szereg przy końcach odcinka tak, by przejście do zera na zewnątrz odcinka odbywało się z zachowaniem ciągłości.

  Z kolei, jeżeli odległość na osi t  pomiędzy sąsiednimi punktami dyskretnego szeregu wynosi a, to musi być ω = λ/2π <1/2a. ωN = 1/2a, jest to tzw. częstość Nyqvista. Jest to maksymalna częstość  możliwa do zaobserwowania w widmie przy danej zdolności rozdzielczej, równa połowie częstości próbkowania. Jeśli drogą dyskretnego próbkowania chcemy badać sygnał, w którym pojawiają się składowe o częstości wyższej niż częstość  Nyquista, powinniśmy wcześniej zastosować obcinający je filtr; w przeciwnym przypadku może dojść do tzw. aliasingu pomiędzy częstościami sygnału i częstością próbkowania i pojawieniu się w analizowanym widmie fałszywych częstotliwości.

Zazwyczaj stosuje się filtry obcinające dla pewności częstości jeszcze niższe, np. wyższe niż (2/3) ωN.

IV.6 Procesy niestacjonarne

Własności procesów stacjonarnych umożliwiają ekstrapolację (prognozowanie) ich własności statystycznych na podstawie analizy dostatecznie długiego, lecz skończonego fragmentu. 

Często jednak zdarza się, że przebieg poddawany analizie nie jest stacjonarny; na przykład wartości oscylują wokół jakiegoś przebiegu rosnącego, malejącego lub periodycznego (np. przebieg roczny, na który nakładają się przebiegi dobowe i nieregularne).

Z takiego przebiegu udaje się często wyeliminować składową deterministyczną tak, że pozostała reszta, traktowana jako losowa, będzie miała cechy stacjonarności a nawet będzie wycentrowana. Operacja taka nazywa się detrending (eliminacja trendu). Przeprowadza się ją albo technikami regresyjnymi lub za pomocą odpowiednio dobranych filtrów.
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IV.7. Pola losowe

IV.7.1. Pola losowe 

Dotychczas mówiliśmy o zmiennych jednowymiarowych – procesy miały wartości liczbowe (jednowymiarowe) i  zależały od jednej zmiennej (czasu). Możemy jednak rozpatrywać również procesy zależne od większej liczby zmiennych, np. współrzędnych przestrzennych a także na procesy, których wartości są wektorami. Mówimy wówczas o polach losowych, jedno- lub wielowymiarowych. Z polami losowymi mamy do czynienia na przykład w przypadku badań klimatologicznych; występują  tam pola parametrów meteorologicznych określone na obszarach ograniczonych, gdzie kolejne realizacje pola odpowiadają np. kolejnym terminom pomiarowym, lub w statystycznych opisach turbulencji, traktowanej zwykle jako realizacja pola losowego. Większość naszych dotychczasowych rozważań i wniosków dotyczących procesów losowych daje się uogólnić także na przypadki pól losowych. Należy w tym celu zamienić całki pojedyncze na całki wielokrotne a pochodne zwyczajne na cząstkowe, ewentualnie wprowadzić inne, odpowiednio uogólnione, interpretacje pojęć zaczerpniętych z teorii przestrzeni Hilberta – iloczynu skalarnego, metryki w przestrzeni funkcyjnej, ortogonalności. W szczególności swą przydatność w analizie takich pól zachowują odpowiednio uogólnione empiryczne funkcje ortogonalne (EOF). 

Uogólnieniem pojęcia stacjonarności są pojęcia jednorodności czyli niezmienniczości własności probabilistycznych pola ze względu na przesunięcia w przestrzeni argumentu wielowymiarowego oraz izotropii czyli niezmienniczości ze względu na obroty i symetrie w tej przestrzeni. Z kolei w przypadku pól wektorowych, poza funkcjami autokorelacyjnymi poszczególnych współrzędnych wektora, pojawiają się funkcje kroskorelacyjne (ang. cross-correlation) pomiędzy różnymi współrzędnymi.

V. Analiza falkowa i fraktalna

V.1. Analiza falkowa 

V.1.1 Falki


Falki (ang. wavelets) są to rodziny funkcji jednowymiarowych (rzeczywistych lub zespolonych) zmiennej t, zależne od dwóch parametrów: a i b, postaci:
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W zależności od a funkcja falkowa „przesuwa się” na osi t zaś w zależności od b – „rozciąga”, lub „kurczy”  (tzn. zmienia skalę) zachowując „kształt”. Często zakłada się, że funkcja 
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, tzw. funkcja-matka, jest różna od zera tylko na skończonym przedziale osi ξ.
Falki zostały wprowadzone w r. 1981 przez francuskiego geofizyka J. Morleta, początkowo jako narzędzie do analizy sejsmogramów, lecz szybko znalazły szersze zastosowania a ich matematyczna teoria w ostatnich latach znacznie się rozwinęła. Warto zauważyć, że  pewne ich szczególne  postacie były stosowane już wcześniej. 


Metody analizy falkowej stosujemy głównie w odniesieniu do struktur, które w różnych obszarach przestrzeni lub/i czasu zachowują podobieństwo co do kształtu lub/ i dynamiki lecz wykazują tam różne skale przestrzenne lub/i czasowe.

 Przykład:  Komórki konwekcyjne widoczne na satelitarnych zdjęciach pól chmurowych nad oceanem, zachowujące kształty, lecz zmieniające rozmiary w zależności od temperatury wody.


Dla uproszczenia rozważań, w dalszym ciągu zakładać będziemy, że t, a i b, są liczbami rzeczywistymi, jakkolwiek do zagadnień takich jak w powyższym przykładzie, stosuje się  falki uogólnione na funkcje zależne od zmiennych wielowymiarowych.  Analiza falkowa stanowi pewne uogólnienie analizy fourierowskiej. W tej ostatniej, sygnał rozkładany jest na sumę lub całkę sygnałów sinusoidalnych, których sens fizyczny jest stosunkowo łatwy do zinterpretowania. Niestety sinusoidy te są jednorodne w czasie, podczas gdy sygnał wyjściowy – niekoniecznie. W szczególności może on mieć postać oscylacji, których amplituda i częstość  zmienia się w czasie a ta niejednorodność nie znajduje czytelnego odzwierciedlenia w transformacie. Stosowanie transformacji Fouriera na oddzielnych, skończonych przedziałach osi czasowej,  nie zawsze daje zadawalające rezultaty. Falki, posiadające możliwość płynnej zmiany skali i położenia, przy zachowaniu kształtu funkcji dają tu większe możliwości.


Jest wiele sposobów stosowania falek do analizy przebiegów czasowych i różni autorzy nakładają w związku z tym różne ograniczenia na funkcję-matkę, zwłaszcza w rozważaniach teoretycznych. W szczególności, zakłada się zazwyczaj, że jest to funkcja całkowalna z kwadratem na osi ξ oraz, że:
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 EMBED Equation.3  [image: image282.wmf]ò
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Niekiedy zakłada się też (lecz nie zawsze!) jedno- lub wielokrotną różniczkowalność tej funkcji. W wielu zastosowaniach wygodnie jest by falki były unormowane do 1(w sensie L2), więc wtedy definiuje się je jako:
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Parametry a i b mogą zmieniać się w sposób ciągły, lub mogą tworzyć ciągi dyskretne an, bm (n,m – liczby całkowite). W szczególności można niekiedy tak dobrać funkcję-matkę oraz  ciągi an i bm, by 
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 tworzyły bazę ortonormalną na osi t, tzn. by:
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W tym ostatnim przypadku sygnał 
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można rozwinąć na podwójny, ortogonalny szereg falek o współczynnikach: 
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których wartość informuje o wkładzie falki o danej skali i lokalizacji w analizowany sygnał. 

W przypadku a i b ciągłych, wyrażenie:
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ma charakter transformaty ze zmiennej t na a i b, lub możemy funkcję 
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w powyższym 

wzorze interpretować jako jądro jednorodnego filtru liniowego, który z sygnału wydobywa pewną umowną składową o skali b, wskazując jaką amplitudę ma ona w otoczeniu  a. Charakter tych składowych jest zdeterminowany przez kształt funkcji-matki i jej wybór powinien być dostosowany do natury badanego sygnału i celu badania.


Wizualizacja efektów takiej filtracji może nasuwać trudności. Najczęściej stosuje się przedstawianie wykresów Aa,b w funkcji a dla szeregu ustalonych wartości b, lub koduje się Aa,b kolorami na płaszczyźnie z osiami a,b.

W tym wykładzie ograniczamy się jedynie do dwóch omówionych powyżej interpretacji falek, tzn. rozwinięć ortogonalnych i falek jako rodziny filtrów liniowych lecz w literaturze można znaleźć jeszcze szereg innych sposobów ich wykorzystania. Pomijamy też problemy związane z odwracaniem transformat falkowych, rzadko dokonywanym w związku z przetwarzaniem danych meteorologicznych, oraz ze zbieżnością szeregów i całek falkowych, które mają znaczenie jedynie w zagadnieniach teoretycznych.

V.1.2  Przykłady falek

 Falki Haara

Falki Haara jest to najstarsza rodzina falkowa, pochodząca jeszcze z r.1909. Jest ona dobrze przystosowana do analizowania sygnałów o przebiegu „schodkowym”. Taki przebieg miewają  na przykład lotnicze pomiary temperatury przy przelotach przez chmury cumulus  i stratocumulus (na zewnątrz i odcinkami wewnątrz chmury temperatura bywa dość jednorodna lecz na jej brzegach i brzegach wewnętrznych „dziur” obserwuje się nagłe skoki).

Kładąc an= n2-m, bm= 2-m, otrzymuje się bazę ortonormalną.
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Falki Morleta

Falki Morleta są to funkcje o postaci sinusoid modulowanych funkcjami Gaussa. Przydatne są do analizowania drgań o amplitudzie i okresie zmiennych w czasie.
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Falki „gaussopochodne”

Popularne są również falki generowane przez pochodne funkcji Gaussa – np. II pochodna, zwana „kapelusz meksykański” (ang. „mexican hat”):
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V.2. Analiza fraktalna

V.2.1. Fraktale i wymiar fraktalny

Analiza fraktalna pozwala na badanie tzw. geometrycznych struktur samopodobnych. W idealizowanym przypadku są to figury, które można  podzielić na części, tak że: a) -  każda z tych części jest zmniejszonym poprzez transformację podobieństwa (w odpowiedniej proporcji) obrazem całości i b) – w odniesieniu do każdej z w/w części operację podziału i zmniejszania można iteracyjnie kontynuować nieskończenie wiele razy, z zachowaniem współczynnika proporcjonalności. Figury te noszą nazwę fraktali, ponieważ jak zobaczymy dalej, można im przypisywać wymiar o wartości ułamkowej. Klasycznymi przykładami fraktali, w klarowny sposób ilustrującymi ich  podstawowe cechy, są m.in. tzw.: zbiór Cantora, krzywa Kocha i dywan Sierpińskiego. Zanim je omówimy zauważmy pewne związki pomiędzy miarą Riemanna lub Lebesgue’a figur mierzalnych (długością krzywych, polem powierzchni, objętością brył, itd.) a ich wymiarem geometrycznym. Jeżeli rozpatrzymy taką figurę zanurzoną w n-wymiarowej przestrzeni Euklidesowej Rn, to miarę jej wyznaczamy za pomocą następującej procedury: bierzemy n-wymiarową kostkę o krawędzi δ, pokrywamy rozpatrywaną figurę takimi kostkami i wyznaczamy wielkość Sδ = N(δ) δD, gdzie N(δ) jest kresem dolnym liczebności pokrycia a D geometrycznym wymiarem rozpatrywanej figury (1 dla krzywej, 2 dla powierzchni, 3 dla bryły przestrzennej, itd.). Sδ jest przybliżeniem szukanej miary, która wyznaczamy jako S = lim Sδ dla 
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. Zamiast kostki możemy rozpatrywać inną elementarną n-wymiarową  figurę (np. sferę) o rozmiarze liniowym proporcjonalnym do δ, stosując przy wyznaczaniu miary odpowiednio dobrany współczynnik proporcjonalności. Z powyższego rozumowania wynika związek:
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Zauważmy, że jeżeli będziemy rozpatrywać wyrażenia postaci N(δ)δk to ich granica dla 
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 EMBED Equation.3  [image: image297.wmf]d

→0 będzie różna od 0 lub ∞ jedynie dla k=D.
Wymiar figury zdefiniowany poprzez równanie (x) nosi nazwę wymiaru Hausdorffa (lub Hausdorffa-Bezikowicza). Jak zobaczymy niżej, definicja ta pozwala przypisywać pewnym figurom fraktalnym, niemierzalnym lub o mierze zero, wymiary o wartości ułamkowej. 

Przykład I – zbiór Cantora.

Zbiór Cantora powstaje przez podzielenie odcinka [0,1] osi liczbowej na trzy równe pododcinki i usunięcie środkowego z nich, a następnie iteracyjne powtarzanie tej operacji na odcinkach pozostałych. Zbiór Cantora jest granicą uzyskiwaną w wyniku nieskończonego ciągu takich iteracji a jego „jednowymiarowa” miara (łączna długość) wynosi zero. Numerując kolejne iteracje wskaźnikiem k =1,2,... łatwo zauważyć, że zachodzi: δk =  3-k, N(δk) = 2k. Wyrażenie -ln N(δk)/lnδk = ln2/ln3 ≈ 0,631 nie zależy od k i jest zatem równe swej granicy dla k→∞. Jest ono wymiarem Hausdorffa  zbioru Cantora. Zwróćmy uwagę, że jest on mniejszy od wymiaru odcinka wyjściowego, który wynosi 1.

Przykład II – krzywa Kocha.

Krzywa Kocha powstaje przez podzielenie odcinka o długości 1 na trzy równe pododcinki, usunięcie środkowego z nich i wstawienie w to miejsce ramion trójkąta równobocznego o boku długości 1/3, powtórzenie tej procedury w stosunku do wszystkich czterech odcinków tworzących to pierwsze przybliżenie i następnie jej iterowanie. Granicą nieskończonego ciągu tych iteracji jest szukana krzywa Kocha. Krzywa Kocha jest nie różniczkowalna a jej długość jest nieskończona. W tym przypadku δk =  3-k, N(δk) = 4k a wyrażenie -ln N(δk)/lnδk =

 = ln4/ln3≈1,262 również nie zależy od k i jest równe wymiarowi Hausdorffa krzywej  Kocha. Jest on większy od wymiaru pierwotnego odcinka lecz mniejszy od wymiaru dwuwymiarowej płaszczyzny, w której krzywa ta jest zanurzona. 
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Przykład III: Dywan Sierpińskiego

Dywan Sierpińskiego ma wiele wariantów. Najprostszy z nich powstaje następująco:

Bierzemy trójkąt równoboczny o boku długości 1 (figurę dwuwymiarową!), dzielimy go na cztery podobne trójkąciki o boku długości ½, usuwamy środkowy z nich a  następnie powtarzamy tę operację w odniesieniu do trzech pozostałych. Procedurę tę powtarzamy iteracyjnie, numerując iteracje jak poprzednio, wskaźnikiem k=1,2, 3... . Granica nieskończonego ciągu tych operacji jest poszukiwanym wariantem Dywanu Sierpińskiego. Figura ta ma miarę Lebesque’a (powierzchnię) równą zero. δk =  2-k ,N(δk) = 3k, wyrażenie: -ln N(δk)/lnδk = ln3/ln2 ≈ 1,585, nie zależy od k i jest zatem równe swej granicy dla k→∞. Jest ono wymiarem Hausdorffa  Dywanu Sierpińskiego. Jest on mniejszy od wymiaru figur tworzonych w kolejnych iteracjach (2), lecz większy od 1.
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Jak widać, wymiar fraktala charakteryzuje w pewnym sensie  sposób i stopień w jakim obiekt ten wypełnia przestrzeń, w której jest zanurzony.

Warto zauważyć, że tzw. dziwne atraktory chaotycznych układów dynamicznych często wykazują strukturę fraktalną.

V.2.2. Analiza fraktalna obiektów naturalnych


W naturze występuje wiele tworów, które mają strukturę przypominającą samopodobne fraktale: granica naturalnych obszarów takich jak wyspy na oceanie lub  pola chmurowe widoczne na zdjęciach satelitarnych, chmury kłębiaste złożone z kaskad „kłębów” o coraz mniejszych rozmiarach, przepływy turbulentne złożone z kaskad coraz mniejszych „wirów”, itp. Pokrywanie ich kostkami lub sferami o coraz mniejszych rozmiarach można uważać za pewien proces filtracji, wydobywający ich obraz uzyskiwany z różnymi zdolnościami rozdzielczymi tzn. w różnych skalach wewnętrznych. Naturalne twory tego rodzaju różnią się od idealnych samopodobnych fraktali m.in. tym, że obrazy części zawarte w poszczególnych kostkach nie są na ogół idealnie podobne do całości, oraz że proces iteracji pokrywania  będzie zawsze złożony ze skończonej liczby kroków, a więc będzie obejmował skończony przedział skal, nie dochodzący do zera. Zdarza się jednak, że dokonując takich iteracji względem analizowanego obiektu, stwierdzamy, iż istnieje taka liczba D, dla której z dobrym przybliżeniem zachodzi -ln N(δk)/lnδk = D w dość szerokim  przedziale skal δk. Mówimy wówczas (żargonowo), że obiekt wykazuje własność skalowania  (ang. scaling property) lub że skaluje się z wykładnikiem skalowania D.


Występowanie skalowania wskazuje na istnienie w danym obiekcie struktur w przybliżeniu samopodobnych, przynajmniej w pewnym przedziale skal. Zdarza się występowania skalowania z różnymi wykładnikami w różnych przedziałach skal, co może świadczyć o zachodzeniu różnych procesów tworzenia danego obiektu, zależnych od skali. Np. analizując satelitarne lub lotnicze obrazy chmur i układów chmurowych, możemy stwierdzić występowanie różnych wykładników skalowania dla skal związanych z procesami β-mezoskalowymi  (skala 20 – 200km) i skal rzędu 1 km i mniej związanych z dynamiką poszczególnych elementów konwekcyjnych. Występowanie skalowania najłatwiej stwierdzić graficznie, nanosząc punkty [δk, N(δk)] na diagram o osiach logarytmicznych. W przypadku skalowania układają się one wzdłuż prostej o kącie nachylenia do osi rzędnych równym arctg D.

D można interpretować jako wymiar fraktalny fraktala aproksymującego w granicy analizowany obiekt.

V.2.3.  Inne warianty wymiaru fraktalnego

Poza zdefiniowanym wyżej wymiarem Hausdorff’a – Bezikowicza korzysta się czasem z innych koncepcji wymiaru fraktalnego. Jako przykłady  podamy tu tzw. „wymiar pudełkowy” (ang. box counting dimension) i wymiar korelacyjny. 
Wymiar pudełkowy (ang. box-counting dimension)

Wymiar pudełkowy konstruujemy następująco: 

· Obszar płaski lub przestrzenny zawierający badany obiekt dzielimy na kostki („pudełka”)

 o rozmiarze liniowym 
[image: image301.wmf]d

 i wyznaczamy liczbę (
[image: image302.wmf]d

N

) ”pudełek” przecinających się z badanym obiektem.

· Dokonujemy kolejnych podziałów i zliczeń, przechodząc z 
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 do 0, poszukując zależności postaci:
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D – wymiar pudełkowy.
Wymiar pudełkowy jest w istocie identyczny z wymiarem Hausdorff’a – Bezikowicza  i jego definicja raczej opisuje techniczną procedurę jego wyznaczania niż wprowadza nowe pojęcie wymiaru fraktalnego.

Wymiar korelacyjny 


Wymiar korelacyjny służy do charakteryzacji  struktury fraktalnej samopodobnych zbiorów izolowanych punktów takich jak chmury w sensie mikrofizycznym (zbiór kropelek) lub gwiazdy w galaktykach czy gromadach galaktyk. 

        Definiuje się go następująco:

Każdy punkt badanego zbioru otaczamy sferą (dwu- lub trójwymiarową w zależności czy badamy obraz płaski czy przestrzenny) o środku w tym punkcie i promieniu R , wyznaczamy liczbę N(R) punktów zbioru zawartych wewnątrz tej sfery a następnie uśredniamy arytmetycznie po wszystkich punktach zbioru. Zauważmy, że przy jednorodnym rozmieszczeniu punktów zbioru w przestrzeni, dla dostatecznie dużych R będzie w przybliżeniu:
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gdzie D  jest wymiarem przestrzeni, w której zanurzony jest badany zbiór – 2 dla płaszczyzny – 3 dla przestrzeni trójwymiarowej.


 Przy niejednorodnej lecz samopodobnej strukturze zbioru możemy oczekiwać ułamkowej wartości D i traktować ją jako pewną charakterystykę tej niejednorodności.
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� EMBED Equation.3  ���











�Termin „mapa” należy tu rozumieć w szerokim sensie, nie tylko jako tradycyjne przedstawienie kartograficzne ale dowolną reprezentację symboliczną (np. macierz wartości temperatury w węzłach siatki geograficznej). 


�	 Prawdopodobieństwo warunkowe spełnia następujący związek (wzór Bayesa): 


� EMBED Równanie Microsoft 3.0 ���


�	 Ortogonalizacja Hilberta-Schmidta:


	Bierzemy wektor v1.


	Bierzemy wektor v2. Szukamy wektora w2  -  kombinacji liniowej v1 i v2, ortogonalnej do v1.


	Bierzemy wektor v3  i szukamy wektora w3 - kombinacji liniowej v3 z v1 i v2  ortogonalnej do w2 i  v1.


etc.
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